
Université de Paris

Ecole doctorale: Astronomie et d’Astrophysique d’Ile-de-France, 127
Laboratoire: Commissariat à l’Energie Atomique et aux Energies Alternatives

Thèse de doctorat en Astronomie et Astrophysique

Reconstruction Parcimonieuse et
Semi-Paramétrique en Imagerie

Radio
Fadi Nammour

Présentée et soutenue publiquement le 25 novembre 2021

Directeur: Pr Jean-Luc SARCK

Composition du jury:
Président:
Pr Simona MEI, Université de Paris

Rapporteurs:
Pr Yves WIAUX, Heriot-Watt University, Royaume-Uni
Pr André FERRARI, Université Côte d’Azur

Examinateurs:
Pr Laure BLANC-FERAUD, CNRS
Dr Sandrine ANTHOINE, CNRS
Pr Chiara FERRARI, Université Côte d’Azur
Pr Jean-Luc STARCK, CEA

Invité:
Dr Julien N. GIRARD, Université de Paris





iii

Dédicace

À Beyrouth, ma ville.





v

Résumé

Dans la décennie à venir, de nouveaux instruments au sol et dans l’espace seront mis
en service pour sonder l’Univers. C’est le cas du télescope spatial Euclid en optique, et
de l’interféromètre SKA en radio. La finalité est de faire avancer différents sujets d’étude
comme ceux portant sur l’origine de l’Univers ou la répartition de la masse et de l’énergie
dans celui-ci. À cet effet, il est crucial d’extraire les informations pertinentes des données
telles que la forme des galaxies, leur flux et leur taille ; et ce avec une précision élevée. Mais
ces données sont corrompues par les effets instrumentaux et les différentes sources de bruit
(fond du ciel, mesure, etc.).

En traitement du signal, les données collectées sont modélisées à partir des données
vérité terrain (non corrompues). En effet, la mesure par l’instrument (étalonné) est équi-
valente à une convolution du ciel par une Fonction d’Étalement du Point (FEP). De plus,
s’ajoute à la mesure un bruit supposé additif et gaussien. Il s’agit donc d’un problème inverse
mal posé et mal conditionné. Dans l’état de l’art, les méthodes de reconstruction d’image en
optique offrent une reconstruction satisfaisante du profil et du flux des sources. Par contre la
mesure de forme sur ces images reste problématique. L’utilisation d’autres méthodes que la
reconstruction d’images est donc nécessaire. De même, dans le cas radio, la reconstruction
d’image avec la méthode CLEAN et ses améliorations n’est pas optimale. Ceci a également
poussé les astrophysiciens à développer d’autres méthodes comme la mesure de forme par
ajustement dans l’espace de Fourier.

Ma thèse a pour but d’offrir des méthodes de reconstruction d’images qui permettent
d’améliorer l’estimation des informations physiques des galaxies. J’ai commencé par déve-
lopper une contrainte de forme qui, une fois ajoutée à un algorithme de reconstruction,
permet de régulariser le problème afin d’obtenir une solution qui conserve les propriétés de
la galaxie, notamment sa forme. Par la suite, j’ai développé un algorithme de reconstruction
parcimonieuse semi-paramétrique en utilisant les ondelettes et la contrainte de forme à cette
fin. Après, je me suis intéressé aux méthodes d’apprentissage profond qui sont récemment
entrées dans l’état de l’art de différents domaines. J’ai alors implémenté deux méthodes d’ap-
prentissage profond pour y ajouter la contrainte de forme et étudier son impact. La première
méthode d’apprentissage profond est purement fondée sur l’apprentissage machine, tandis
que la deuxième utilise de plus un algorithme proximal. Pour tester différents aspects de ces
méthodes, j’ai développé au cours de ma thèse trois jeux de données différents. Le premier
jeu de données est un jeu de données paramétrique en optique pour tester le concept de la
contrainte de forme. Les deux jeux de données restants ont été construits spécifiquement
pour les méthodes d’apprentissage profond avec plus de 50 000 objets chacun ; le premier est
un jeu de données optique associant des images réelles du télescope Hubble Space Telescope
(HST) à des FEP réalistes afin de simuler les réponses des télescopes HST et CFHT (de
résolution angulaire inférieure). Le second jeu de données utilise des galaxies paramétriques
simulées avec le catalogue réaliste T-RECS et des FEP réalistes du télescope MeerKAT.
J’ai ainsi pu évaluer les limites et les avantages des méthodes que j’ai développées.

Mots clés: Astrophysique, Radio-interférométrie, Parcimonie, Régularisation, Appren-
tissage Profond, Traitement de l’image
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Abstract

In the coming decade, new ground and space instruments will be brought into use to
probe the universe. This is the case with the Euclid space telescope in optics, and the SKA
interferometer in radio. The purpose is to advance various study subjects such as those
relating to the origin of the universe or the distribution of mass and energy in it. To this end,
it is crucial to extract relevant information from data such as the shape of galaxies, their
flow and size ; and this with high precision. But these data are corrupted by the instrumental
effects and the different sources of noise (sky background, measurement, etc.).

In signal processing, the collected data is modeled from the ground truth data (non-
corrupted). Indeed, the measurement by the (calibrated) instrument is equivalent to a convo-
lution of the sky by a point spread function (PSF). Moreover, a noise that is supposed Gaus-
sian is added to the measurement. This is therefore an ill-posed and ill-conditioned inverse
problem. In the state of the art, optical image reconstruction methods offer a satisfactory
reconstruction of the profile and flow of sources. On the other hand, the shape measurement
on these images remains problematic. The use of methods other than image reconstruction
is therefore necessary. Likewise, in the radio case, image reconstruction with the CLEAN
method and its improvements is not optimal. This also prompted astrophysicists to develop
other methods such as model fitting in Fourier space for shape measurement.

My thesis aims to provide image reconstruction methods that improve the estimation of
the physical information of galaxies. I started by developing a shape constraint which, when
added to a reconstruction algorithm, allows to regularize the problem in order to obtain a
solution which preserves the properties of the galaxy, in particular its shape. Subsequently, I
developed a sparse semi-parametric reconstruction algorithm using wavelets and the shape
constraint for this purpose. Afterwards I focused on deep learning methods which have
recently entered the state of the art in different fields. I implemented two deep learning
methods to add to them the shape constraint and study its impact. The first deep learning
method is purely based on machine learning while the second also uses a proximal algorithm.
To test different aspects of these methods, I developed three different datasets during
my thesis. The first dataset is a parametric optics dataset to test the concept of shape
constraint. The remaining two datasets were built specifically for deep learning methods
with over 50,000 objects each ; the first is an optical dataset combining real images from
the Hubble Space Telescope (HST) with realistic PSFs to simulate the responses of HST and
CFHT telescopes (lower angular resolution). The second dataset uses parametric galaxies
simulated with the realistic T-RECS catalog and realistic PSFs from the MeerKAT telescope.
I was thus able to assess the limits and advantages of the methods I have developed.

Keywords: Astrophysics, Radio-Interferometry, Sparsity, Regularization, Deep Lear-
ning, Image Processing
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1

Introduction

Dans les prochaines années, l’Univers sera observé avec une précision sans précédent
avec le radio-interféromètre Square Kilometre Array (SKA) par exemple. Également d’autres
télescopes seront mis en service comme Euclid et Vera C. Rubin pour le sonder. La finalité
est de récolter des données afin d’apporter des éléments de réponse à des questions de
domaines de recherche actifs en astrophysique, telles : Comment se forment et évoluent
les galaxies ? Comment est répartie la masse dans l’Univers ? La première est associée au
domaine de la formation et évolution des galaxies et la deuxième est associée à la cos-
mologie. Dans les deux cas, la forme de la galaxie est une information majeure ; en effet,
dans le premier domaine cette information est utile pour classifier la galaxie. Dans le second
domaine, cette information permet de déduire la carte de masse dans l’Univers. En effet,
considérons un amas de galaxies dans l’espace, dans le régime du lentillage gravitationnel
faible, un corps céleste massif, situé entre l’amas et l’observateur, induit un cisaillement
gravitationnel des galaxies dans l’amas. En mesurant la forme de celles-ci, il est possible
d’estimer le cisaillement et par conséquent la masse du corps massif. Il est nécessaire que
l’estimation soit de haute précision puisque la contribution du cisaillement dans la mesure
de forme d’une galaxie est de l’ordre de 1%. Les images brutes obtenues par les télescopes
sont floutées par des effets instrumentaux et corrompues par un bruit additif provenant du
fond du ciel observé, ce qui complique davantage l’estimation de la forme. En effet, il s’agit
d’un problème inverse mal posé, plus spécifiquement mal conditionné. Avec les méthodes
de reconstructions d’images standards, l’information sur la forme de la galaxie et les autres
grandeurs physiques comme le flux ne sont pas préservées. Pour cette raison, différentes
méthodes ont été développées dans les domaines optique et radio-interférométrique traitant
le problème dans des espaces différents de l’espace image comme l’espace des moments
quadripolaires ou l’espace des visibilités, à titre d’exemples. Le but de cette thèse est de
développer des méthodes de reconstruction d’images permettant de préserver les informa-
tions physiques des objets qui y sont contenus. Dans le chapitre 1, nous commençons par
présenter le contexte, en détaillant l’imagerie optique et l’imagerie radio, respectivement.
Nous posons également le problème inverse de déconvolution qui est commun aux domaines
optique et radio. Nous présentons aussi les jeux de données que j’ai développés pour les ex-
périences numériques dans notre étude. Dans le chapitre 2, nous introduisons les bases des
problèmes inverses en nous attardant sur le problème inverse de déconvolution. Le chapitre 3
commence par aborder le concept de parcimonie qui est utilisé comme régularisation pour les
problèmes inverses. Ensuite, la transformée en ondelette est introduite. Celle-ci est utilisée
dans le chapitre 4 pour créer un cadre de déconvolution parcimonieuse. Ce cadre permet
d’effectuer des expériences numériques servant de preuve de concept pour la contrainte de
forme que j’ai développée. Cette dernière est utilisée pour construire l’algorithme de décon-
volution parcimonieuse SCORE. Finalement dans le chapitre 5, nous présentons les bases
de l’apprentissage machine en nous intéressant aux réseaux de neurones convolutifs. J’ai
construit ensuite ShapeNet qui est une méthode d’apprentissage profond avec contrainte
de forme et nous la comparons avec d’autres méthodes sur des jeux de données que j’ai
développés.
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Chapitre 1

Imageries optique et radio

1.1 Imagerie optique

L’histoire des civilisations est marquée par la présence du ciel, comme une source de
questionnement et de mythes. Des lumières jusqu’à aujourd’hui, c’est avec des instruments
toujours plus puissants que l’astronomie et l’astrophysique ont pu progresser. En effet, pour
comprendre la nature de ces astres et de leur mouvement, Galilée développa la lunette astro-
nomique vers la fin du XVIe siècle, pour scruter le ciel en allant ainsi au-delà de l’observation
à l’œil nu. De cet élan en 1610, il put alors observer pour la première fois les satellites de
Jupiter. L’étude du mouvement relatif de la planète et des satellites permit à ce dernier
de déduire que la Terre tourne autour du Soleil. Cette expérience fut l’acte de naissance
de l’astronomie moderne. Depuis, les outils d’observations sont en constante amélioration,
rendant de nos jours, l’observation à l’œil obsolète pour l’étude approfondie des objets as-
trophysiques. En effet, les caméras actuelles dans les télescopes permettent aujourd’hui par
exemple d’avoir des observations à différents temps de pose (de l’imagerie ultrarapide à
l’imagerie longue pose) et de capter des longueurs d’onde en dehors du domaine visible.
Toujours avec une volonté d’améliorer la précision et notamment avec l’avènement du nu-
mérique, ces images sont prétraitées afin de prendre en compte les effets liés à la chaîne
d’acquisition du signal (biais, bruits, déformations, etc.). Dans ce chapitre, nous allons dans
un premier temps nous pencher sur la chaîne d’acquisition des images optiques pour, dans
un deuxième temps, modéliser le système d’acquisition des images optiques et finalement
présenter les jeux de données développés dans le cadre de notre étude.

1.1.1 Les télescopes optiques

Pour avoir des observations de plus en plus précises, les télescopes optiques sont géné-
ralement placés à l’abri de perturbations humaines et atmosphériques sur les sommets des
montagnes ou des volcans comme les observatoires du Mauna Kea à Hawaï, allant même
jusqu’à les placer dans l’espace comme le Hubble Space Telescope (HST). Néanmoins le
principe de fonctionnement est le même. Dans cette partie, nous allons voir comment l’ins-
trument fonctionne d’une part et d’une autre part, l’influence du milieu de propagation des
ondes entre le télescope et l’objet observé.

Le système optique

Les télescopes sont constitués des éléments suivants :
– Miroir primaire : il s’agit d’un miroir concave qui va faire converger les rayons vers
l’oculaire en passant par le miroir secondaire, voir figure 1.1. Contrairement à la
lunette astronomique dans laquelle la lumière subit des réfractions à travers un



4 Chapitre 1. Imageries optique et radio

ensemble de lentilles, le miroir réfléchit les ondes et permet au télescope d’être
totalement achromatique.

– Miroir secondaire : ce miroir permet de réfléchir les ondes venant du miroir primaire
et de les rediriger vers le foyer du système optique, dont l’image est faite au travers
d’un oculaire, si l’on observe à l’œil. Dans le cas d’un télescope de Newton, le miroir
secondaire est plan.

– Oculaire : l’oculaire agit comme une loupe et permet d’agrandir l’image. Sa dis-
tance est réglable afin de faire coïncider son foyer objet avec le foyer image de
l’objectif, rendant ainsi le télescope afocal. Notons que l’oculaire est généralement
omis lorsque l’observation est faite avec une caméra.

– Monture : La monture est un support mobile de l’instrument qui permet de l’orienter
de manière à pouvoir déplacer l’axe optique vers une cible. La monture est généra-
lement motorisée, sur un télescope amateur haut de gamme ou professionnel.

2

1

1

3

Figure 1.1 – Exemple de schéma d’un télescope de type Ritchey. Légende :
1.Miroir primaire 2.Miroir secondaire 3.Plan focal.

1.1.2 Limite de diffraction et Fonction d’Étalement du Point

En astrophysique, la séparation angulaire entre les objets observés est souvent très
faible. Pour augmenter la résolution angulaire, il est possible d’augmenter la distance focale
de l’instrument. Mais la capacité à distinguer deux points proches lors d’une observation est
limitée par la résolution de l’instrument. La résolution est liée à la diffraction produite, au
niveau de l’ouverture du télescope, par les fronts d’onde des rayons émis par l’objet observé.
Dans le cas d’une ouverture circulaire, le motif de diffraction observé est un disque d’Airy
comme illustré dans la figure 1.2 [Carroll et Ostlie 2007]. Chaque point source donne comme
image la Fonction d’Étalement du Point (FEP), la figure 1.2a illustre le cas d’une ouverture
circulaire. Considérons une source étendue, celle-ci peut-être exprimée comme un ensemble
de sources ponctuelles. Les images de chacune de ces sources se somment l’une à l’autre
pour former l’image de la source étendue, il s’agit d’une opération de convolution. Dans notre
étude, nous considérons des images de support suffisamment réduit pour que la convolution
soit localement linéaire et invariante par rapport à la translation. Dans la figure 1.3, nous
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(a) Source ponctuelle, sans saturation.
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(b) Source ponctuelle, avec saturation.
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(c) Deux sources ponctuelles résolues.
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(d) Deux sources ponctuelles non-résolues.

Figure 1.2 – Exemple d’images avec un instrument à ouverture circulaire.
Dans chaque figure, l’image de sources ponctuelles est donnée. Les sources
sont représentées par les croix bleues. Les figures 1.2a et 1.2b représentent
la même image. Dans le premier cas, la plage de valeur de la barre de cou-
leur s’étend du minimum au maximum des valeurs du disque d’Airy. Dans le
deuxième cas, la plage de valeur ne s’étend pas jusqu’au maximum du disque
ainsi le centre de l’image est saturé par contre la plage de valeur est adaptée

pour la visualisation des anneaux externes du disque.

donnons un exemple de convolution de l’image de Calisto, un satellite de Jupiter, par un
disque d’Airy qui est équivalent à l’observation du satellite avec un télescope à ouverture
circulaire. Nous remarquons que l’image convoluée 1.3b est plus lisse que l’image originale
1.3a et possède moins de détails fins. Une présentation plus formelle de la convolution est
donnée dans la partie 2.1.2. Dans la partie suivante, nous discutons les effets atmosphériques.

Effets atmosphériques

La résolution d’un télescope au sol ne peut s’améliorer indéfiniment avec la taille du
miroir principal. C’est dû aux turbulences atmosphériques qui sont causées par des diffé-
rences de température et densité sur des distances de plusieurs centimètres voire plusieurs
mètres. Nous obtenons ainsi des zones où la lumière est réfractée dans des directions quasi
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(a) Image originale. (b) Image convoluée.

(c) Disque d’Airy. (d) Image convoluée et bruitée.

Figure 1.3 – Exemple de convolution et d’ajout de bruit à l’image du satellite
de Jupiter, Calisto. La FEP utilisée est un disque d’Airy. Source : NASA/J-

PL/DLR, Photojournal : PIA03456.

aléatoires. L’image obtenue contient un flou supplémentaire qui est mis en relief dans le
cas des sources ponctuelles. Au passage, pour cette raison, les étoiles scintillent le soir. La
qualité de l’image d’une source pour une localisation donnée au sol est appelée seeing. En
présence d’atmosphère turbulente, le trajet non droit des rayons étale davantage la réponse
du télescope, ce qui dégrade la résolution angulaire du télescope. Le modèle de Kolmogo-
rov [Tatarskii 1961] est communément utilisé pour décrire la statistique de la turbulence.
Pour limiter les effets atmosphériques, les télescopes sont construits à haute altitude et les
télescopes spatiaux s’affranchissent complètement de ces effets [Carroll et Ostlie 2007].
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Système d’acquisition

Pour capturer l’image formée, une caméra est placée dans le plan focal du télescope. Les
capteurs de la caméra sont généralement basés sur un dispositif à transfert de charge (Charge
Coupled Device (CCD), en anglais). Ainsi chaque pixel de l’image obtenue correspond à une
partie du ciel observé sous un certain angle solide, il s’agit de l’échelle de pixel sur le ciel. En
observant, un bruit de fond va venir s’ajouter aux images. Il s’agit d’un bruit de comptage
de photons qui est modélisé par un bruit de Poisson. Nous pouvons aussi l’approcher par
un bruit blanc gaussien additif. Dans la figure 1.3d, l’image correspond à une observation
(simulée) convoluée puis bruitée du satellite Calisto, faite avec un télescope à ouverture
circulaire. L’image vérité terrain du satellite est donnée dans la figure 1.3a. Formellement,
nous posons le modèle en équation, en notant y l’image observée et x l’image vérité terrain,
comme suit :

y = h ∗ x + b , (1.1)

avec ∗ l’opérateur de convolution et h le noyau de convolution correspondant aux effets de
diffraction liés au télescope et aux éventuels effets atmosphériques et b correspondant au
bruit additif (d’autres effets et d’autres sources de bruit peuvent entrer en jeu, telles les
aberrations du système optique et le bruit de lecture (readout noise, en anglais), mais sont
négligés dans notre étude). La FEP déforme l’image idéale du ciel et le bruit la détériore
aussi, il est alors important de pouvoir corriger ces effets pour que les mesures effectuées
par les astrophysiciens à partir de ces images soient les plus précises possibles. Une approche
commune pour ce faire est de reconstruire x à partir de y : c’est le problème inverse de
déconvolution. Cette classe de problèmes est discutée en détail dans le chapitre 2.

1.1.3 Les jeux de données visibles

Pour tester et évaluer les méthodes développées au cours de notre étude, j’ai développé
deux jeux de données optiques basés sur le catalogue COSMOS.

COSMOS paramétrique

J’ai développé le jeu de données COSMOS paramétrique dans le but de créer un en-
vironnement de travail contrôlé afin de pouvoir correctement cerner la performance des
méthodes développées d’un point de vue théorique, si nécessaire. Les caractéristiques de ce
jeu de données sont dans le tableau 1.1

Caractéristiques communes

Échelle du pixel 0, 05′′

Taille du support 96× 96

Rapports Signal à Bruit (RSB) 40 ; 75 ; 150 ; 380

Nombre d’objets par RSB 300

Galaxie FEP

Profil Sersic [Trujillo
et al. 2001]

Profil Moffat
[Trujillo et
al. 2001]

Type Optique Type HST

Table 1.1 – Caractéristiques du jeu de données COSMOS paramétrique.
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Les galaxies simulées dans ce jeu de données, ont des caractéristiques semblables à
des observations spatiales avec le télescope HST (résolution angulaire, rapport signal à bruit
(RSB), etc.). Les paramètres utilisés pour générer les galaxies sont tirées du catalogue COS-
MOS [Mandelbaum et al. 2018]. Ce catalogue contient : i) des images de galaxies obtenues
avec le télescope HST et ii) les FEP correspondantes (pour plus de détails, voir l’appen-
dice B). Les observations dans ce jeu de données sont construites à partir de l’équation 1.1.
Le bruit est ajouté en choisissant son écart-type, noté σ, en fonction du RSB désiré, défini
par :

RSB(y) =
‖x ∗ h‖2

σ
, (1.2)

avec ‖ · ‖2 la norme euclidienne, x l’image vérité terrain, h la FEP du télescope. Le signal
utile correspond à x ∗ h. Dans la figure 1.4, nous donnons trois exemples d’images tirées
du jeu de données. La taille du support choisi pour les images permet de faire des expé-
riences numériques plus rapidement et aussi simuler le fait qu’on travaillera sur des petites
imagettes. Le code utilisé pour générer le jeu de données est écrit en Python 3.6 et utilise
les bibliothèques GalSim [Rowe et al. 2015] et est publiquement disponible sur GitHub 1.

Vérité Terrain PSF RSB 40 RSB 75 RSB 150 RSB 380

Figure 1.4 – Exemple de trois couples générés avec le jeu de données
COSMOS paramétrique. Chaque couple contient la galaxie vérité terrain,
la FEP, et les observations avec quatre niveaux de RSB : 40, 75, 150 et 380.

CFHT2HST

J’ai développé le jeu de données CFHT2HST pour obtenir à la fois des données réa-
listes et adaptées pour l’apprentissage profond. L’idée est d’utiliser des images vérité terrain,
également appelées images cibles, qui correspondent à de vraies galaxies. Cette approche est
limitée par le fait que toutes les images de galaxies qui existent sont floutées et contaminées
par du bruit. Par contre, d’un instrument à l’autre, la qualité de l’observation peut considé-
rablement varier. Alors nous avons choisi d’avoir des images vérité terrain obtenues avec le

1. lien vers le dépôt GitHub https://github.com/CosmoStat/score/blob/master/reproducible_
research/generate_data.py.

https://github.com/CosmoStat/score/blob/master/reproducible_research/generate_data.py
https://github.com/CosmoStat/score/blob/master/reproducible_research/generate_data.py
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télescope spatial HST qui possède une résolution élevée donc une FEP avec un support ré-
duit, et ses observations sont relativement peu bruitées. Pour générer les images observées,
également appelées images d’entrée, nous avons simulé des observations semblables à celles
du télescope Canada-France-Hawaï (Canada France Hawaii Telescope (CFHT), en anglais)
qui est au sol. Ces images sont floutées et bruitées davantage comme le montre la figure
1.5. Le jeu de données est formé de :

– galaxie cible : la galaxie cible sert de vérité terrain. Dans un contexte d’appren-
tissage machine, nous avons choisi des galaxies obtenues à partir de vraies images
de galaxies. Il s’agit des images du catalogue COSMOS qui correspondent à des
observations par HST convoluées par la FEP cible qui détermine ainsi la résolution
de l’image (voir point suivant). Les images réelles permettent d’éviter les biais de
modélisation, cependant celles-ci sont contaminées par un léger bruit additif cor-
respondant au bruit de fond réel dans l’espace. La présence de ce bruit dans la
vérité terrain est problématique pour la comparaison des performances de diffé-
rentes méthodes de reconstruction. En effet, ce bruit biaise les mesures de qualités.
À cette fin, nous avons également créé un jeu de donnée avec des galaxies cibles
paramétriques ajustées sur les galaxies réelles.

– FEP cible : La FEP cible permet de définir la résolution de la galaxie cible. En effet,
dans un souci de réalisme, comme il n’existe pas d’image de galaxie réelle à une
résolution infinie, le rôle de la FEP est de restreindre la résolution de la galaxie cible
à une résolution qui pourrait être obtenue avec un vrai télescope. De plus, comme
les variations de la FEP cible sont minimes vis-à-vis de celles de la FEP d’entrée,
nous avons créé une FEP cible unique qui permet d’obtenir toutes les galaxies cibles.

– galaxie d’entrée : cette galaxie correspond à une observation au sol qui est considé-
rablement plus floue et plus bruitée que l’image de la galaxie cible. Ces images sont
obtenues en convoluant les images du catalogue COSMOS avec la FEP d’entrée
puis en ajoutant un bruit avec le même écart-type pour toutes les images. La valeur
de l’écart type est calculée en tenant compte des conditions d’observation et des
propriétés du télescope CFHT 2.

– FEP d’entrée : c’est la FEP utilisée pour obtenir l’image d’entrée. Cette FEP est
générée en utilisant le modèle de Kolmogorov[Racine 1996].

Les caractéristiques de ce jeu de données sont dans le tableau 1.2.

Échelle du pixel 0, 187′′

Taille du support 64× 64

Nombre d’objets 51 000

Écart-type du bruit 23.59

Table 1.2 – Caractéristiques du jeu de données CFHT2HST.

Le code utilisé pour générer le jeu de données est écrit en Python 3.7.5 et utilise les bi-
bliothèques GalSim [Rowe et al. 2015] et Galaxy2Galaxy [Lanusse et al. 2021], TensorFlow
1.15.2 [Abadi et al. 2015] et est publiquement disponible sur GitHub 3

2. Lien vers un Jupyter Notebook détaillant le calcul et montrant un exemple pour une galaxie : https:
//github.com/CosmoStat/ShapeDeconv/blob/master/data/CFHT/HST2CFHT.ipynb.

3. lien vers le dépôt GitHub https://github.com/fadinammour/galaxy2galaxy/tree/cfht2hst_
prblm.

https://github.com/CosmoStat/ShapeDeconv/blob/master/data/CFHT/HST2CFHT.ipynb
https://github.com/CosmoStat/ShapeDeconv/blob/master/data/CFHT/HST2CFHT.ipynb
https://github.com/fadinammour/galaxy2galaxy/tree/cfht2hst_prblm
https://github.com/fadinammour/galaxy2galaxy/tree/cfht2hst_prblm
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Galaxie cible PSF cible Galaxie d’entrée PSF d’entrée

Figure 1.5 – Exemple de trois couples (galaxie cible, FEP cible, galaxie d’en-
trée, FEP d’entrée) générés avec le jeu de données CFHT2HST.

1.1.4 Conclusion

Dans cette partie, nous avons commencé par introduire le problème inverse de décon-
volution en optique. Nous avons également présenté les deux jeux de données que j’ai déve-
loppés. Le premier, COSMOS paramétrique, est utilisé pour effectuer la preuve de concept
de la contrainte de forme dans le chapitre 4. Ce choix est justifié par le fait que les propriétés
des données sont contrôlées. Le deuxième jeu de données, CFHT2HST est utilisé dans le
chapitre 5 pour effectuer de l’apprentissage profond avec un nombre d’exemples suffisam-
ment grand pour cette tâche et il s’agit également d’un jeu de données réalistes, ce qui
permet d’avoir une évaluation plus pertinente des méthodes développées. Dans la suite nous
présentons le cas de l’imagerie radio-interférométrique.

1.2 Imagerie Radio

Âgée de moins d’un siècle, la radio-astronomie est une discipline en pleine floraison.
Actuellement, plusieurs radio télescopes de grande envergure sont entrain d’être déployés,
par exemple le projet du télescope SKA qui à terme, va s’étendre sur les continents africain,
SKA1-MID, et océanien, SKA-LOW, pour délivrer des images radio-astronomiques avec un
débit de 1 terabit par seconde (Tb.s−1) [Scaife 2020]. Pour préparer la venue de cet ob-
servatoire, nous pouvons également citer les télescopes précurseurs LOw Frequency ARray
(LOFAR) (aux basses fréquences dans la gamme 30-250 MHz) [Haarlem et al. 2013] et



1.2. Imagerie Radio 11

MeerKAT (dans la gamme 1-10 GHz) [Booth et Jonas 2012] permettant déjà une grande
couverture spectrale de la fenêtre radio observable depuis le sol. Ces télescopes sont consti-
tués de réseaux d’antennes fonctionnant notamment en mode interféromètre. Dans ce cha-
pitre, nous commencerons par aborder succinctement le fonctionnement d’une antenne avant
de voir comment elles s’assemblent en réseau pour construire un interféromètre (ou un réseau
phasé). Enfin, nous allons voir comment les données radio-interférométriques peuvent être
inversées afin de former des images radio, en tenant compte des contraintes astrométriques.

1.2.1 Antenne et Réseau d’Antennes

Pour observer le ciel en radio, il est possible soit d’utiliser une antenne unique soit un
réseau d’antennes. Dans cette section nous allons voir dans un premier temps, les propriétés
de l’élément de base d’un interféromètre : l’antenne. Puis dans un second temps, nous allons
nous intéresser à comment il est possible de combiner les signaux d’antennes, supposées
identiques, afin de former un interféromètre radio.

Antenne

Une antenne est un dispositif qui effectue la conversion entre les ondes électromagné-
tiques et le signal électrique (plus précisément entre une onde se propageant dans un espace
guidé et une onde en espace libre). Les ondes électromagnétiques captées par une antenne
dans le régime utilisé en radioastronomie sont amplement distantes de l’antenne pour placer
le cadre de travail dans la zone de Fraunhofer, également appelée champ lointain (far field,
en anglais). Par ailleurs, nous pouvons déduire les propriétés en émission ou réception de ces
antennes avec la simplification de la théorie de la diffraction au sens de Fraunhofer. Dans ce
cas, l’onde est supposée sphérique (mais peut être considérée localement comme une onde
plane) et l’énergie totale rayonnée dans une sphère ayant pour centre la source est supposée
constante. Ainsi dans un milieu transparent, homogène et isotrope, les champs électrique et
magnétique en un point ayant une distance r de la source, vont connaître une diminution de
leur amplitude en 1/r par rapport à la source et de leur énergie en 1/r2.

En radioastronomie, les antennes sont utilisées en tant que récepteurs d’onde radio.
Par contre, les propriétés d’une antenne énoncées ci-dessous, sont les mêmes que ce soit en
émission ou en réception tel que garantit le théorème de réciprocité de Carson :

– la directivité : c’est le caractère directionnel d’une antenne à recevoir ou émettre
une majorité de la fraction de l’énergie dans une direction donnée. Pour calculer la
directivité, nous définissons la puissance totale, p0, émise par la source la puissance,
p(θ, φ), reçue par une antenne située dans une direction (θ, φ), et la puissance, piso ,
reçue par une antenne isotrope située dans la même direction [Boyer 2011] :

piso =
p0

4π
. (1.3)

La directivité s’écrit alors [Boyer 2011] :

d(θ, φ) =
p(θ, φ)

piso
(1.4)

– le gain : en pratique, une antenne n’absorbe pas toute la puissance émise par une
source dans sa direction mais une fraction de celle-ci. Ainsi nous définissons le gain
pour une direction (θ, φ) par g(θ, phi) = ηd(θ, φ) avec η ∈ [0, 1] le rendement total
de l’antenne.
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– l’aire effective : cette aire correspond à l’aire équivalente d’une surface perpendicu-
laire au vecteur d’onde de l’onde émise par la source, recevant la même puissance
que l’antenne. Cette grandeur est également liée à la sensibilité de l’antenne qui
indique le seuil du signal le plus faible que l’antenne peut détecter.

– le diagramme de rayonnement : c’est un diagramme qui représente le gain de l’an-
tenne en fonction de sa direction que ce soit une représentation bi-dimensionnelle
(2D) ou tri-dimensionnelle (3D). Un diagramme présente en général un lobe pri-
maire et des lobes secondaires. Pour observer une cible avec une antenne, le lobe
primaire de l’antenne est pointé vers cette cible, les signaux reçus via les lobes
secondaires sont traités comme du bruit. Nous pouvons alors définir la résolution
angulaire d’une antenne comme la largeur de faisceau à mi-puissance (Full Width
at Half Maximum (FWHM), en anglais et également appelée ouverture à −3 dB)
du lobe primaire (voir figure 1.6).
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Figure 1.6 – Diagramme de rayonnement d’une antenne à ouverture rectan-
gulaire. La puissance est exprimée en décibel relatif, noté dBr, qui corres-
pond à une normalisation par le maximum. δθ est la largeur de faisceau à

mi-puissance.

Il est important de noter que les propriétés d’une antenne sont directement liées à
sa géométrie, par exemple la résolution est liée à son envergure totale. Effectivement, la
résolution angulaire d’une antenne est généralement approximée par δθ = λ/D (en radians),
avec D la dimension la plus importante de l’antenne.

Réseau d’antennes

Les besoins croissants en sensibilité et en résolution angulaire ont poussé les astro-
nomes à fabriquer des antennes radio de plus en plus grandes. La résolution angulaire et la
sensibilité étant respectivement proportionnelles à 1/D et 1/D2, il était justifié de construire
des répliques géantes d’antennes paraboliques, comme le radiotélescope d’Arecibo qui avait
un diamètre de 300 m. Cependant, la difficulté croissante de construction, d’opération et de
maintenance de ces télescopes ont rendu impossible des structures très grande surface col-
lectrice. D’ailleurs, c’est le 1er décembre 2020 que le télescope Arecibo s’est effondré suite
à une rupture de câbles et à un défaut de maintenance [Anish Roshi et al. 2021]. C’est au
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contraire en morcelant l’ouverture en petits morceaux que l’idée d’utiliser les antennes dans
un réseau s’est formée. Chaque petit morceau est constitué d’un petit radiotélescope dont
les dimensions et les contraintes techniques sont facilement contrôlées. Utiliser un réseau
d’antennes permet de former un diagramme de rayonnement virtuel, associé à une antenne
fictive aux propriétés de sensibilité et de résolution accrues qui ne seraient pas forcément at-
teignables avec un télescope physique unique. Pour illustrer l’apport des réseaux d’antennes,
le 10 avril 2019, le télescope Event Horizon Telescope (EHT) avec une configuration s’éten-
dant sur tous les continents du globe, a permis d’obtenir la première image d’un trou noir de
la galaxie Messier 87 (M87) avec une résolution angulaire théorique de 25 microarcsecondes
(µas) [Event Horizon Telescope Collaboration et al. 2019].

En général, il existe deux catégories de réseaux d’antennes :
– les réseaux phasés : les ondes captées par chaque antenne subissent un décalage de
phase pour obtenir des signaux cohérents qui seront ensuite sommés pour obtenir le
signal d’intérêt provenant d’un faisceau synthétique. Il est alors possible de pointer
électroniquement la direction d’observation en contrôlant le décalage de phase. Ces
décalages de phase peuvent être obtenus par des délais vrais entre les signaux des
antennes (avec des câbles ou par des décalages d’échantillons) ou des coefficients
complexes sur les signaux numérisés.

– les interféromètres : les ondes captées par chaque antenne sont d’abord mélangés
deux à deux dans un corrélateur (par leur somme ou leur produit de corrélation)
puis le résultat est ensuite moyenné temporellement en sortie du corrélateur. Le si-
gnal à la sortie est stocké pour ensuite subir un post-traitement incluant nettoyage,
rééchantillonnage et étalonnage avant d’être utilisé pour l’imagerie. Chaque échan-
tillon du ciel peut être considéré approximativement comme un échantillon de la
transformée de Fourier du ciel. Il s’agit d’une synthèse d’ouverture.

Dans le cadre de notre travail, nous allons nous restreindre à l’usage du mode interfé-
rométrie qui est détaillé dans les sections qui suivent.

1.2.2 Interféromètre à deux antennes

Les premiers radio-interféromètres ont été construits dans les années 1950 et ont mené
à la découverte notamment des quasars et l’étude des premières sources radio découvertes
dans les années 1930 par, entre autres, Jansky et Reber. Le tout premier radio-interféromètre
consistait de deux antennes, à placer en regard du nombre prévu d’antennes pour SKA qui
sera de l’ordre de 105. Cependant le principe de fonctionnement est le même et peut à chaque
fois se ramener au cas d’un interféromètre à deux antennes. Pour cela, nous l’expliquerons
dans ce qui suit en se basant sur le cas le plus simple : l’interféromètre à 2 antennes avec
un seul corrélateur.

Source ponctuelle

Dans la figure 1.7, les antennes sont supposées identiques et séparées d’une distance
b, appelée ligne de base. Considérons une source ponctuelle émettant une onde plane mo-
nochromatique de fréquence ν, atteignant les antennes de sorte à former un angle θ avec la
ligne de base au niveau de l’antenne 1. Le champ électrique de cette onde induit une tension
e1(t) = a cos (2πν(t − τ)) à l’antenne 1 et une tension e2(t) = a cos (2πνt) à l’antenne
2, a étant l’amplitude et τ le délai géométrique qui vaut b. cos(θ)/c . Ainsi les signaux sont
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multipliés et moyennés dans le corrélateur comme suit :

e1(t)ė2(t) = a2 cos (2πνt) cos (2πν(t − τ)) (1.5)

=
a2

2
[cos (4πνt − 2πτ) + cos (2πντ)] . (1.6)

×

⟨ ⟩t

θ

b

c . τ1 2

multiplicateur

moyenneur

Figure 1.7 – Schéma d’un interféromètre à deux antennes.

Ce produit est moyenné sur une durée suffisamment longue pour annuler les oscillations
rapides causées par 4πνt, l’argument dépendant explicitement du temps, ce qui donne :

R(τ) = 〈e1(t)e2(t)〉t (1.7)

=
a2

2
cos (2πντ) . (1.8)

Notons que R dépend de τ et présente des modulations lentes décrivant le motif d’inter-
férence du signal émis par la source et reçu par cette ligne de base. Cette grandeur n’est
pas fixe dans le temps car le mouvement de la Terre mène au déplacement apparent de la
source dans le ciel, ce qui fait varier l’angle θ et par conséquent le délai τ . En pratique, ce
délai est compensé au sein de l’interféromètre de sorte à rester constant définissant ainsi le
délai de référence, τ0. Avec la correction continue de ce délai τ , le produit de corrélation
R(τ) est ainsi toujours maximum, en ce qui permet une observation en mode "poursuite"
d’une source (placée en centre de phase).

Maintenant, en notant λ la longueur d’onde correspond à la fréquence ν, la phase φ
d’une frange s’écrit alors :

φ = 2πντ (1.9)

= 2πνb
cos(θ)

c
(1.10)

= 2π
b cos(θ)

λ
. (1.11)
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Nous pouvons alors définir résolution angulaire d’un interféromètre comme étant la distance
angulaire projetée sur le ciel entre deux franges brillantes consécutives et qui vaut environ
λ/b. Nous retrouvons ainsi une analogie avec la résolution d’une antenne où la résolution
ne dépend plus explicitement de l ;ouverture D du télescope mais de la distance b cos(θ) de
la ligne de base projetée, vue depuis la direction de référence. L’interfrange est chromatique
et dépend donc explicitement de b, de l’angle d’incidence θ ainsi que de la longueur d’onde
d’observation λ. La collection de toutes les mesures apportées par chaque interféromètre
d’un réseau sera importante pour l’étape d’imagerie par synthèse d’ouverture. Dans le cas
général, les sources observées en radio-astronomie ne sont pas forcément toutes monochro-
matiques ou ponctuelles, pour cela il faut élargir notre étude à un cas plus réaliste dans la
partie qui suit.

Source étendue

En se basant sur la figure 1.8, considérons désormais une source réelle étendue déter-
minée par l’angle Ω sur la sphère céleste. Le vecteur b, de l’espace correspond maintenant
à la ligne de base, s0 est un vecteur unité pointant vers la direction θ0 qui est la direction
de référence de la mesure (ou centre de phase), s est un vecteur pointant de l’interféro-
mètre vers une portion élémentaire d’angle solide dΩ de la source. Comme une source réelle
n’est pas généralement monochromatique, notons iν(s) l’intensité de la portion dΩ pour une
bande de fréquences centrée en ν et de largeur ∆ν. Ainsi en adaptant l’équation 1.7 pour des
antennes d’aire effective a(s) en direction de s, la sortie du corrélateur s’écrit [Thompson,
Moran et Swenson 2017] :

dR = a(s)iν(s)∆ν cos (2πντ) dΩ , (1.12)

Les coordonnées (u, v,w) et (l,m,n) sont détaillées dans la partie suivante. Maintenant τ
peut s’exprimer sous la forme d’un produit scalaire de b · s divisé par c (homogène donc à
un temps).

Ω

ss0

dΩ
σ

b

n

l

m iν(l, m, n)

w

u

v

+

Figure 1.8 – Schéma d’un interféromètre observant une source étendue.

Comme la majorité des sources en astrophysiques sont spatialement incohérentes, il est
légitime de faire l’hypothèse que la sortie du corrélateur, correspondant à l’ensemble de la
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source d’extension Ω, est la somme de celles des portions élémentaires, ce qui donne :

I = ∆ν

∫
Ω
a(s)iν(s) cos

(
2πν
b · s
c

)
dΩ . (1.13)

En choisissant une position de référence s0 basée sur la compensation du délai τ0, nous
introduisons σ = s− s0 qui est un vecteur existant sur la calotte sphérique définie par Ω (cf.
figure 1.8). L’équation 1.13 se réécrit à l’aide des formules d’addition trigonométriques :

I = ∆ν cos

(
2πν
bs0
c

)
j1 − ∆ν sin

(
2πν
bs0
c

)
j2 , (1.14)

avec

j1 =

∫
Ω
a(σ)iν(σ) cos

(
2πν
bσ

c

)
dΩ (1.15)

j2 =

∫
Ω
a(σ)iν(σ) sin

(
2πν
bσ

c

)
dΩ (1.16)

Alors nous énonçons le théorème de van Cittert-Zernike qui relie la fonction de visibilité
complexe V à la distribution d’intensité sur la région Ω (ce théorème est généralisable à tout
le ciel visible) [Michelson 1891 ; Taylor et al. 1999] :

V (b) = j1 − i j2 (1.17)

=

∫
Ω
a(σ)iν(σ) exp

(
−2πiν

bσ

c

)
dΩ (1.18)

On appelle également V (b) visibilité qui est homogène à une densité de flux mesurée en
Jansky (Jy) tel que 1 Jy = 10−26 W.m−2.Hz−1.

Systèmes de coordonnées (u, v,w) et (l,m,n)

Pour mieux appréhender la fonction de visibilité à partir de l’équation 1.18, nous utilisons
le repère (u, v,w) et son dual (l,m,n) tels que dans la figure 1.8. Le repère (l,m,n) est
un trièdre droit qui a pour origine le centre de phase de pointage s0 ainsi les coordonnées l,
m et n sont les composantes du vecteur s quelconque. L’axe l pointe vers l’Est, m vers le
Nord et n va dans la direction sortante le long de la ligne de visée. Le repère (u, v,w) est un
repère 3D dont les axes sont colinéaires aux axes du repère (l,m,n) et permet de repérer les
coordonnées des vecteurs lignes de bases projetées par rapport à la direction de pointage s0.
Pour plus de détails à propos des définitions de ces repères, voir [Taylor et al. 1999]. Ainsi
(u, v,w) est un repère pour la position des visibilités et (l,m,n) est celui pour la position de
la source observée. Dans ce système de coordonnées, nous avons [Taylor et al. 1999] :

bσ

λ
= ul + vm + w(n − 1) , (1.19)

dΩ =
dl dm

n
, (1.20)

n =
√

1− l2 −m2 (1.21)
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Ainsi l’équation 1.18 se récrit :

V (u, v , w) =

∫
Ω
a(σ)iν(σ)exp

[
−2πi

(
ul + vm + w(

√
1− l2 −m2 − 1)

)] dl dm√
1− l2 −m2

(1.22)
Pour notre étude, les images couvriront un champ réduit du ciel donc les valeurs de l et m
sont suffisamment petites pour avoir :

V (u, v) ≈
∫

Ω
a(σ)iν(σ)exp[−2πi (ul + vm)]dl dm (1.23)

Dans ce cas, la distribution de luminosité de la source est confinée dans une région du
ciel localement assimilable à une surface plane. En conséquence, cette simplification lie la
fonction de visibilité complexe à sa transformée de Fourier 2D de la distribution d’intensité.
Ainsi dans un interféromètre, chaque ligne de base permet l’accès à une composante de
visibilité qui correspond à un échantillon de la transformée de Fourier de la luminosité du
ciel. Dans la section suivante, nous allons voir comment, à partir de ces échantillons que
sont les visibilités, nous pouvons reconstruire une approximation de l’image du ciel observé.

1.2.3 Des visibilités à l’imagerie

A l’instar des télescopes optiques, les télescopes radio permettent également d’obtenir
des images du ciel. Dans le cas de l’interférométrie radio par synthèse d’ouverture, ces images
sont obtenues à partir des visibilités mesurées.

Image observée et problème inverse

Les lignes de bases longues sont sensibles aux hautes fréquences spatiales du ciel tandis
que les lignes de bases courtes couvrent les basses fréquences spatiales. Ainsi un interféro-
mètre à N antennes est en fait une série de filtres spatiaux dont la bande passante dépend
de la longueur de la ligne de base, la direction dans le ciel et la fréquence. La collection de
tous ces échantillons de la fonction de visibilité porte des informations spatiales (il s’agit de
fréquences spatiales), dans le plan de Fourier, caractéristique de la source.

Les données brutes mesurées par l’interféromètre sont contaminées par un bruit additif.
Tout d’abord, ces données subissent une étape d’étalonnage mais comme cela est hors le
cadre de notre étude nous allons supposer que nos données sont parfaitement étalonnées.
Dans un premier temps, les échantillons de visibilités sont projetés sur une grille uniforme
(étape dite de gridding) puis pondérés. Il existe plusieurs sortes de pondération qui per-
mettent d’optimiser soit la résolution angulaire soit le RSB, effectivement, en donnant un
poids élevé aux visibilités représentant les hautes fréquences nous augmentons artificielle-
ment la résolution angulaire mais également le bruit. À l’inverse, une pondération naturelle
donnera un poids statistique supérieur aux informations mesurées par les lignes de base
courtes, apportant un meilleur RSB au détriment de la résolution angulaire. La pondération
de Briggs [Briggs 1995] permet d’avoir un équilibre entre le RSB et la résolution angu-
laire. Dans notre cas, nous considérons une pondération uniforme où toutes les visibilités
reçoivent le même poids, cette pondération permet d’avoir le plus haut RSB. Notons alors
M, l’opérateur qui tient compte de l’échantillonnage des visibilités, une fois la projection sur
la grille et la pondération effectuées. Échantillonner des points de la fonction de visibilité
complexe est équivalent à masquer les points non échantillonnés, pour cela M est souvent
appelé masque. Notons ε, le bruit additif sur les visibilités, nous exprimons alors la fonction
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de visibilité observée Vy en fonction de la vraie visibilité V par :

Vy = M (V + ε) . (1.24)

D’après le théorème de la convolution, l’équation 1.24 devient :

F−1 (Vy ) = F−1 (M) ∗ F−1 (V ) + F−1 (M) ∗ F−1 (ε) , (1.25)

avec F la transformée de Fourier. En notant y = F−1 (Vy ), h = F−1 (M), x = F−1 (V ) et
η = F−1 (M) ∗ F−1 (ε), le problème se récrit :

y = h ∗ x + η . (1.26)

On appelle y l’image observée dite dirty image, en anglais, h la FEP dite dirty beam en an-
glais. Comme dans le cas optique, pour accéder à l’image vérité terrain x , il faut déconvoluer
l’observation bruitée y . Il s’agit alors également d’un problème inverse de déconvolution.

Méthodes classiques de déconvolution

Dans l’état de l’art en imagerie par radio-interférométrie, deux familles de méthodes
sont communément utilisées pour reconstruire les images : des méthodes variationnelles
comme la Méthode d’Entropie Maximale (MEM) (Maximum Entropy Method, en anglais)
et des méthodes itératives comme la méthode CLEAN.

D’une part, comme son nom l’indique, la solution obtenue après la méthode MEM est
celle qui maximise une entropie donnée pour l’image [Frieden 1972 ; Narayan et Nityananda
1986 ; Wernecke 1977]. Cette solution correspond à une image ayant des pixels positifs avec
une plage de valeur réduite.

D’autre part, le principe de CLEAN est de supposer que la source est constituée d’un
ensemble fini de points source. Ainsi l’algorithme va restituer ces points et leur intensité dans
une approche de Matching Pursuit [Bergeaud et Mallat 1995]. L’ensemble de ces points est
convolué avec un noyau lisse construit à partir de la FEP (correspondant au dirty beam dans
l’algorithme), il s’agit du CLEAN beam (également appelé restoring beam). Généralement
le CLEAN beam correspond à une fonction gaussienne 2D ajustée sur la FEP. La solution
est alors de la forme :

x̃ = a ∗ g + r , (1.27)

avec g le CLEAN beam, a la carte des points reconstruits correspondant aux sources dé-
tectées par CLEAN, également appelés les composantes de CLEAN (CLEAN components,
en anglais) et r le résidu. La version originale proposée dans [Högbom 1974] est illustré
dans l’algorithme 1.1. Parmi les différentes versions qui l’ont suivie, il existe deux variantes
majeures. La première est la version de [Clark 1980] consistant à optimiser l’algorithme en
utilisant la Fast Fourier Transform (FFT) et structurant l’algorithme en suivant une straté-
gie de cycles mineurs, se déroulant dans l’espace image, et de cycles majeurs se déroulant
dans l’espace des visibilités. La deuxième version est celle de [Schwab 1984] qui est aussi
une amélioration de la version de Clark se basant sur les cycles majeurs et mineurs pour
ajouter également un va-et-vient entre l’espace des visibilités projetées (avec coordonnées
discrètes) et celui des visibilités non projetées comme le montre la figure 1.9.

L’algorithme CLEAN est plus rapide que MEM et est également plus répandu en ima-
gerie radio. Néanmoins dans les deux cas, la reconstruction des sources ponctuelles est
satisfaisante, par contre elle est plus problématique dans le cas des sources étendues. Dans
cet esprit, d’autres méthodes ont été explorées dans les dernières années, certaines sont
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restored                     CLEAN beam x model + residuals 
CLEAN beam             2D Gaussian fit of PSF

Minor Cycle (Direct space)

~5000 iterations

3-10 iterations

kth residuals

Major cycle (Visibility space)

CLEAN

(k+1)th ungridded residuals visibilities

(k+1)th residuals = (k+1)th dirty image

Degridding

subtract to ungridded visibilities

(k+1)th Model

gridding  (I+1)th dirty image

kth dirty

Initialization
dirty image
residuals

first gridding of visibilities
dirty image

Input
ungridded visibilites

Output

Figure 1.9 – Schéma de l’algorithme CLEAN Cotton-Schwab. Les variables
sont notées en noir et les opérations en bleu.

basées sur la parcimonie, par exemple [Carin 2009 ; Carrillo, McEwen et Wiaux 2012, 2014 ;
Garsden et al. 2015 ; Wiaux et al. 2009].

1.2.4 Jeu de données

Pour pouvoir effectuer des expériences numériques dans la suite, il est important de
pouvoir les tester sur un jeu de données pertinent. En particulier, pour l’apprentissage profond
(Deep Learning, en anglais), il est nécessaire d’avoir un nombre massif d’images, d’au moins
plusieurs dizaines de milliers, pour obtenir des résultats pertinents. À notre connaissance,
un jeu de données radio public de cette ampleur et convenable à notre cadre de travail
n’existe pas. Pour cela, nous avons développé notre propre jeu de données composé de
plus de 50 000 images avec des FEP réalistes semblables à celles du télescope MeerKAT
et des galaxies paramétriques avec des propriétés réalistes tirés du catalogue Tiered Radio
Extragalactic Continuum Simulation (T-RECS) [Bonaldi et al. 2019]. Les détails sont donnés
dans ce qui suit.

Catalogue

La base T-RECS a pour but d’offrir des catalogues d’objets radio réalistes afin de
simuler des observations à des profondeurs variées permettant de prédire les résultats qui
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Algorithme 1.1 CLEAN (Högbom 1974)

tâche : déconvoluer x à partir de y et h.
paramètres : g ∈ ]0, 1] gain.
initialisation : r (0) ← y , a(0) ← 0,i ← 0,σ ← estimation de l’écart-type du bruit dans y .
tant que max

(
r (i)
)
> 3σ faire

(p, q)← argmax
(
r (i)
)

Soustraction d’une fraction du maximum en utilisant la FEP centrée et mise à l’échelle.
Ajout de f = g.r (i)[p, q] aux coordonnées (p, q) de l’image modèle a(i).
i ← i + 1

fin tant que
renvoyer : x (i)

seront obtenus avec les télescopes radio existant et à venir tel que SKA. Les catalogues
contiennent deux types majeurs de galaxies : les galaxies à formation d’étoiles (Star Forming
Galaxy (SFG), en anglais) et les Noyaux Actifs de Galaxies (NAG) (Active Galactic Nucleii
(AGN), en anglais). La plage de fréquences de la base T-RECS s’étend de 50 MHz à 20 GHz
et le champ de vision est de 25 deg2.

Génération des données

Le jeu de données généré contient plusieurs dizaines de milliers de couples de galaxies
et de FEP dont les caractéristiques sont dans le tableau 1.3. Dans nos simulations, nous
créons la vérité terrain à partir des informations géométriques du catalogue T-RECS. Pour
ce qui est de la FEP, nous utilisons des réalisations simulées de la FEP observationnelle de
l’instrument MeerKAT pour des durées d’observations typiques de 2h. En effet, la FEP est
complètement déterminée par : i) la longueur d’onde d’observation, ii) le temps d’intégration
de l’observation, iii) la distribution du réseau « vue » depuis la source pendant l’observation.

Pour simuler une variété des cas d’observations en poursuite de source réalistes, nous
avons généré des réalisations de FEP intégrées sur 2h pour des directions de source aléatoires.
Cependant, du fait que le réseau est au sol donc contraint par l’horizon, toutes les directions
du ciel ne permettent pas d’observer des sources pendant 2h. Il existe moins de directions
du ciel permettant d’observer une source pendant 8h consécutives, qu’il n’y a de possibilités
d’observer. D’autre part, les FEP intégrées sur des temps courts (par exemple 1h) ont un
aspect moins lisses et présentent des lobes secondaires importants par rapport aux FEP
intégrées sur des temps longs (par exemple 8h). En effet, un temps d’observation plus grand
permet d’accumuler davantage d’échantillons variés dans le plan de Fourier, ce qui diminue
les artefacts dus à l’incomplétude du masque d’échantillonnage. Alors la durée de 2h est
un compromis permettant d’explorer différentes formes de FEP afin que le jeu de données
contienne multiples directions possibles.

Le code utilisé pour générer le jeu de données est écrit en Python 3.6 et utilise les bi-
bliothèques GalSim [Rowe et al. 2015], TensorFlow 1.15.2 et est publiquement disponible
sur GitHub 4. Le bruit est rajouté à la volée et est réglé suivant les applications. Le niveau
de bruit est mesuré avec le pic RSB (peak SNR, en anglais), noté PSNR et défini comme le
rapport du maximum du signal utile sur l’écart-type du bruit (définition non standard mais
utile aux radioastronomes). Ainsi la figure 1.10 donne un exemple de trois objets produits
avec notre jeu de données.

4. lien vers le dépôt GitHub https://github.com/fadinammour/galaxy2galaxy/tree/radio_data.

https://github.com/fadinammour/galaxy2galaxy/tree/radio_data
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Caractéristiques communes

Échelle du pixel 0, 58′′

Fréquence 3600 MHz
Taille du support 128× 128

Nombre d’objets 51 000

Galaxie FEP

Type SFG Type MeerKAT
Profil exponentiel Nombre d’antennes 64
Taille minimale 6,5 pixels Temps d’observation 2 heures
Taille maximale 80 pixels Pas de temps 300 secondes

Table 1.3 – Caractéristiques du jeu de données MeerKAT3600.

PSNR = 3,9

PSNR = 9,1

PSNR = 26,3

Vérité Terrain PSF Observation

Figure 1.10 – Exemple de trois couples (vérité terrain, FEP, observations)
générés avec le jeu de données MeerKAT3600.

1.2.5 Conclusion

Dans cette partie, nous avons présenté l’imagerie par synthèse d’ouverture en interfé-
rométrie radio. Nous avons introduit le problème inverse de déconvolution associé et montré
qu’il représente des enjeux communs au problème en optique (la différence majeure étant la
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présence de corrélation dans le bruit dans le cas radio). Enfin, nous avons développé un jeu
de données radio réaliste et adapté à l’apprentissage profond par la diversité et le nombre
des objets le constituant. Dans le chapitre 5, nous montrons les résultats de déconvolution
sur ce jeu de données, en utilisant des méthodes CLEAN, parcimonieuses et d’apprentissage
profond. Mais avant, nous allons présenter en détail le problème inverse de déconvolution
dans le chapitre suivant.
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Chapitre 2

Problème inverse de déconvolution

Le problème de restauration d’image appartient à la vaste classe des problèmes inverses.
Ces derniers sont rencontrés dans différents domaines comme la sismologie et le biomédical
à titre d’exemples. La résolution des problèmes inverses est un domaine de recherche actif,
ainsi au cours des années, plusieurs approches ont été développées comme l’utilisation de
régularisation ou l’apprentissage machine. Ainsi dans ce chapitre, nous allons commencer
par aborder les problèmes inverses pour ensuite parler de la régularisation de ceux-ci et des
algorithmes proximaux pour les résoudre.

2.1 Problème inverse

Que ce soit en océanographie, chimie, traitement d’images, astrophysique, biomédical
ou sismologie, les problèmes inverses sont présents dans ces domaines et sont souvent mal
posés (nous reviendrons sur cette notion plus tard). Dans cette section, nous allons com-
mencer par définir les termes relatifs aux problèmes inverses puis nous allons nous intéresser
au cas de la déconvolution.

2.1.1 Définition d’un problème inverse

Généralement, un problème inverse correspond à la situation où nous souhaitons étudier
un signal physique xv implicite dont nous pouvons mesurer ses effets sur une grandeur y en
modélisant l’ensemble des opérations menant de xv à y par l’opérateur h tel que :

y = h(xv ) . (2.1)

Le problème est alors dit inverse car il faut inverser l’opérateur h pour reconstruire le signal
d’intérêt xv à partir de l’observation y . Mais il n’existe pas de garantie sur l’inversibilité de h.
Par exemple, en imagerie radio, nous avons un problème inverse lié à la diffraction où nous
cherchons à déterminer la luminosité d’une galaxie à partir d’échantillons parcellaires de son
motif de diffraction.

Nous distinguons deux cas de problèmes inverses :
– problème inverse non-linéaire : cette classe de problème inverse possède un opéra-
teur h qui n’est pas linéaire. Souvent dans ces cas, le problème correspond à une
équation différentielle, par exemple pour l’étude de la distribution de la température
dans un matériau inhomogène [Kern 2002].

– problème inverse linéaire : cette classe de problèmes inverses correspondant au cas
où l’opérateur h est linéaire. À titre d’exemple nous pouvons évoquer la reconstruc-
tion des images des tissus mous, comme le cerveau, avec l’Imagerie par Résonance
Magnétique (IRM) [Ramzi et al. 2021a].
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Dans notre cas, nous nous intéressons au problème inverse de déconvolution qui est
linéaire, pour cela, nous allons considérer uniquement cette catégorie de problème inverse
par la suite.

Dans la résolution des problèmes inverses, suivant les propriétés de l’opérateur h, il peut
y avoir des complications. Pour pouvoir mieux cerner ces dernières, des critères ont été défi-
nis, il s’agit des trois conditions de Hadamard pour qu’un problème soit bien posé[Hadamard
1907] :

1. l’existence d’une solution x pour toute observation y .

2. l’unicité de la solution x .

3. la dépendance continue de la solution x vis-à-vis des observations y .

Ainsi tout problème inverse linéaire qui ne vérifie pas ces conditions est dit mal posé. La
plupart des problèmes inverses rencontrés dans le monde réel sont mal posés. Effectivement,
notons premièrement que le modèle physique menant à l’opérateur h contient potentielle-
ment un biais de modèle, de plus les observations sont souvent contaminées par du bruit
et l’injectivité de l’opérateur h n’est pas garantie [Kern 2002]. En particulier, les problèmes
inverses de déconvolution que nous détaillons dans la suite, sont généralement des problèmes
inverses mal posés.

2.1.2 La déconvolution

La déconvolution est un problème inverse lié à l’imagerie. En effet, dans la chaîne
d’acquisition d’une image, deux parties sont généralement modélisées par des opérateurs de
convolution pour tenir compte des aberrations qu’elles engendrent : le milieu de propagation
du signal comme l’atmosphère dans le cas d’un télescope par exemple ; et l’instrument
d’acquisition où dans le cas des systèmes optiques la résolution est limitée par la diffraction.
Alors pour corriger ces effets, il est nécessaire de déconvoluer les images acquises qui peuvent
également être contaminées par du bruit.

Pour commencer, considérons le cas sans bruit. Les produits de convolution successifs
sont équivalents à la convolution par le produit des noyaux de convolution. Donc sans perte
de généralité, nous allons considérer par la suite uniquement un seul produit de convolution
entre l’image vérité-terrain et un noyau de convolution donné. Nous notons l’image acquise
avec f dans L2

(
R2
)
, A l’opérateur de convolution de L2

(
R2
)
dans L2

(
R2
)
et le noyau de

convolution H dans L2
(
R2
)
. Dans notre étude, nous utilisons des images à support restreint

nous permettant de faire l’hypothèse que le produit de convolution est linéaire et invariante
par translation. Alors l’opération de convolution est définie par :

∀x ∈ R2 , Af (x) = (H ∗ f )(x) =

∫
R2
H(x − z)f (z)dz . (2.2)

Le théorème de la convolution donne alors :

∀ν ∈ R2, F(H ∗ f )(ν) = F(H)(ν) · F(f )(ν) , (2.3)

où ν est la fréquence spatiale et F l’opérateur de la transformée de Fourier. Le produit de
convolution dans l’espace direct devient donc dans l’espace de Fourier une simple multipli-
cation. L’espace de Fourier facilite alors l’interprétation et la manipulation des convolutions
(en plus d’être l’espace de mesure naturel des données interférométriques). Nous constatons
qu’il est possible d’inverser le produit de convolution en divisant par F(H) à condition que :

∀ν ∈ R2, F(H) 6= 0 , (2.4)
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Si H représente la FEP (Point Spread Function (PSF), en anglais) d’un instrument alors
cette condition n’est pas satisfaite. En effet, les instruments utilisés dans l’imagerie ont
une bande de fréquence limitée et ne recouvrent pas toutes les fréquences, notamment les
hautes fréquences [Bertero et Boccacci 2020]. Dans la figure 2.1, nous donnons un exemple
de signal 1D avec un noyau de convolution tel que leurs supports fréquentiels sont disjoints.
De ce fait, leur produit de convolution est nul. Il s’agit alors d’un signal fantôme également
dit signal invisible. Dans le cas de la reconstruction d’un signal, si nous rajoutons un signal
fantôme à la solution, la somme est elle aussi une solution. Donc dans ce cas, la solution
n’est pas unique. Et le problème inverse de déconvolution est mal posé.

0

(a) Noyau de convolution

−ν 0 ν

(b) Transformée de Fourier du noyau

0

(c) Signal

−ν 0 ν

(d) Transformée de Fourier du signal

Figure 2.1 – Exemple de noyau et de signal non nuls dont le produit de
convolution est nul. Dans la colonne de droite, l’axe des abscisses représente
le domaine direct. Dans la colonne de gauche l’axe des abscisses représente le
domaine fréquentiel. Dans les quatre figures, l’axe des ordonnées représente

les amplitudes.

Maintenant considérons le cas de discret. Considérons x dans Rn le vecteur codant
l’image, k dans Rn le vecteur codant le noyau de convolution et H la matrice circulante de
convolution de taille n × n. Notons que H est l’homologue A dans le cas discret. Il existe
différentes manières de considérer les bords de k , cela se fait généralement suivant la nature
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du problème et du signal. Nous écrivons alors le problème comme suit :

∀i ∈ {1, . . . , n}, Hx [i ] = (h ∗ x)[i ] =
n∑
k=0

h[i − k ]x [i ] , (2.5)

et les coefficients de H s’écrivent :

∀(i , j) ∈ {1, . . . , n}2, H[k, i ] = h[i − k ] . (2.6)

Le théorème de la convolution reste valide dans le cas discret avec pour toute fréquence
spatiale ν = (ν1, ν2) :

F(h ∗ x)[ν] = F(h)[ν] · F(x)[ν] . (2.7)

Avec les mêmes considérations que dans le cas continu, le problème inverse est toujours mal
posé. Il est possible de reconstruire x à partir du produit de convolution. En effet, pour toute
fréquence ν dans le support de F(h), nous avons :

F(x̂)[ν] =
F(h ∗ x)[ν]

F(h)[ν]
, (2.8)

et pour les fréquences ν en dehors du support de F(h), nous forçons F(x̂)[ν] à 0. Ainsi
le signal reconstruit x̂ ne contient pas de signal fantôme et est la solution avec l’énergie
minimale.

Maintenant considérons un cas plus réaliste où l’image acquise y est également cor-
rompue par un bruit additif b alors :

y = Hxv + b = h ∗ xv + b , (2.9)

Nous pouvons alors reconstruire la solution x̃ de manière analogue à x̂ , ce qui donne pour
toute fréquence ν dans le support de F(h) :

F(x̃)[ν] = F(x̂)[ν] +
F(b)[ν]

F(h)[ν]
. (2.10)

Le second terme dans le membre à droite est une erreur de propagation. Cette erreur est
majorée par le conditionnement, noté a dans R+ et défini comme :

a =
λmax(H)

λmin(H)
=

max (F(h))

min (F(h))
, (2.11)

avec λmax(H) et λmin(H) les valeurs propres maximale et minimale de H respectivement. Ces
valeurs correspondent respectivement aux valeurs maximale et minimale de la transformée de
Fourier de h car cette dernière correspond au vecteur des valeurs propres de H. En général,
dans les problèmes de déconvolution discrets cette valeur est élevée. Effectivement, plus la
grille utilisée pour échantillonner le signal est fine et plus la valeur est importante. À titre
d’exemple, dans le cas 1D, une FEP gaussienne échantillonnée sur 32 points dans l’intervalle
[−3; 3] a un conditionnement de 4, 35.103 et la même fonction échantillonnée sur 128 points
dans l’intervalle [−6; 6] a un conditionnement de 3, 42.107[Bertero et Boccacci 2020]. Pour
le cas 2D, la figure 2.2 montre qu’une perturbation légère dans l’image cause de fortes
oscillations dans la reconstruction. Donc le problème de déconvolution discret ne respecte
pas la troisième condition de Hadamard, il s’agit d’un problème mal conditionné. Plus en
détails, les oscillations sont liées à la taille de la FEP dans l’espace de Fourier : si les valeurs
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de la FEP décroissent rapidement à partir de la fréquence centrale alors la division par la
FEP devient instable ; notamment, en présence de bruit dans les hautes fréquences.

(a) Image convoluée sans bruit (b) Reconstruction de l’image sans bruit

(c) Image convoluée et bruitée (d) Reconstruction de l’image bruitée

Figure 2.2 – Exemple de déconvolution effectuée en divisant par la transfor-
mée de la FEP dans l’espace de Fourier. La taille des images est 101× 101.
La FEP utilisée pour générer les images convoluées a un profile gaussien,
une taille de 101 × 101 et est échantillonnée sur l’intervalle [−55; 55]. Le
conditionnement de la FEP vaut a = 2, 51.103. Source de l’image : SciPy.

2.2 Régularisation des problèmes inverses

Souvent dans les problèmes inverses, le signal à estimer possède des propriétés connues
ou supposées a priori. Par exemple, l’énergie du signal peut être majorée ou la représentation
du signal peut être parcimonieuse dans un espace donné. Ainsi en tenant compte de ces
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informations dans les méthodes de reconstruction, nous pouvons restreindre l’espace des
solutions admises pour le problème et obtenir une solution satisfaisante. En d’autres termes,
s’agit d’une régularisation du problème.

2.2.1 Utilité de la régularisation

Pour mieux appréhender le concept de régularisation, considérons le résidu, noté r ,
d’une solution x0 de l’équation 2.9 :

r (x0) = y −Hx0 (2.12)

L’énergie du résidu est donc majorée comme suit :

‖r (x0) ‖2
2 = ‖y −Hx0‖2 ≤ ‖y −Hx‖2 = ‖b‖2 ,∀x ∈ Rn. (2.13)

L’énergie du résidu doit alors être inférieure à celle du bruit donc nous pouvons exclure
toute solution telle que l’énergie de son résidu est supérieure à celle du bruit. En cherchant
à obtenir l’écart le plus faible par rapport aux données au sens des moindres carrés, nous
notons x1 la solution ayant un résidu d’énergie minimale :

x1 = argmin
x
‖y −Hx‖2

2 (2.14)

En notant l(x) = ‖r (x) ‖2
2, x1 est par définition la valeur qui annule son gradient :

∇l(x1) = 2H>(Hx1 − y) = 0 , (2.15)

⇐⇒ x1 =
(
H>H

)−1
H>y . (2.16)

Il est nécessaire que
(
H>H

)−1 soit inversible mais comme argumenté pour la solution x̃ ,
même si l’inversion est possible, pour un problème mal conditionné, l’opérateur

(
H>H

)−1

est instable en présence de bruit et donne des solutions insatisfaisantes.
Avec une information a priori sur le signal x , nous pouvons ajouter un terme de ré-

gularisation. Ce terme s’exprime comme l’image d’une fonction f que la solution xf doit
minimiser :

xf = argmin
x
‖y −Hx‖2

2 + λf (x) , (2.17)

avec λ dans R+, une pondération. De ce fait, l’espace des solutions est restreint et les
solutions obtenues sont plus stables. La fonction à minimiser pour reconstruire x est appelée
fonction de coût. En la notant par lf , celle-ci s’exprime pour tout x dans Rn comme :

lf (x) = ‖y −Hx‖2
2 + λf (x) . (2.18)

La pondération λ permet d’établir un compromis entre le premier terme, appelé terme d’at-
tache aux données et le terme de régularisation. Généralement, la valeur de λ est choisie
en fonction du conditionnement du problème et du niveau de bruit. En effet, si le niveau
de bruit est élevé (ou si l’opérateur H est instable avec le bruit) alors une valeur élevée de
λ augmente l’influence du terme de régularisation et stabilise la solution. Par contre, une
valeur excessivement élevée de λ détériore la qualité de la reconstruction qui dans ce cas
possède un résidu avec une énergie élevée.

Par exemple, il est commun dans les problèmes de reconstruction de régulariser la solu-
tion en contraignant l’énergie du signal. Cette régularisation est appelée régression d’arête
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(ridge regression, en anglais). Dans ce cas, f est le carré de la norme euclidienne du signal :

lf (x) = ‖y −Hx‖2
2 + λ‖x‖2

2 . (2.19)

Soit x2 la solution qui minimise cette fonction. Alors x2 s’exprime comme [Bertero et Boc-
cacci 2020] :

x2 =
(
H>H + λIn

)−1
H>y . (2.20)

Il s’agit d’un filtrage de Tikhonov. Dans la figure 2.3, nous montrons un cas d’utilisation
de ce filtre pour 3 valeurs différentes de λ. Pour λ = 1.10−3, la régularisation a une faible
influence et la solution présente des oscillations. Pour λ = 1.10−1, la solution contient un
faible niveau de bruit mais nous pouvons voir que l’image reconstruite possède des contours
mieux définis que l’image d’entrée. Finalement, pour λ = 10, la solution est plus floue que
l’entrée ; ceci est dû à la valeur élevée de λ qui lisse la solution. Il existe des méthodes pour
estimer la valeur de λ. Dans [Bertero et Boccacci 2020], plusieurs méthodes sont détaillées
comme la régularisation avec l’énergie de la solution connue, la régularisation avec l’énergie
résiduelle connue, la méthode de Miller, la validation croisée, l’étude de la courbe en L et la
méthode interactive.

En régularisant le problème de déconvolution, nous obtenons des reconstructions plus
stables comme le montre l’exemple de la régression d’arête. Dans la suite nous allons voir
quelques autres régularisations.

2.2.2 Exemples de régularisation

La régularisation d’un problème inverse est basée sur les spécificités du problème et du
signal à reconstruire. Il existe des régularisations qui sont souvent utilisées. Par exemple, la
régularisation parcimonieuse est développée dans la section 3.1. Nous donnons également
d’autres exemples de régularisation.

Régularisation de Tikhonov

Dans la section précédente, nous avons étudié un cas particulier de la régularisation
de Tikhonov. En général, la régularisation de Tikhonov s’écrit à partir de l’équation 2.18
comme suit :

lt(x) = ‖y −Hx‖2
2 + λ‖Γx‖2

2 , (2.21)

avec Γ une matrice de taille n × n. Alors le terme de régularisation de Tikhonov ‖Γx‖2
2

correspond à l’énergie d’une propriété du signal. Dans l’exemple donné dans l’équation 2.19,
Γ est égale à la matrice identité. Dans le cas où Γ correspond à un opérateur de dérivation
alors le terme de régularisation favorise une solution avec des contours ayant une énergie
minimale. La solution xt qui minimise la fonction de coût lt , a une forme close. Comme elle
annule le gradient de lt :

∇lt (xt) = 2
[
H> (Hxt − y) + λΓ>Γxt

]
= 0 , (2.22)

⇐⇒ xt =
(
H>H + λΓ>Γ

)−1
H>y (2.23)
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(a) Image convoluée et bruitée (b) Reconstruction pour λ = 1.10−3

(c) Reconstruction pour λ = 1.10−1 (d) Reconstruction pour λ = 10

Figure 2.3 – Exemple de déconvolution effectuée avec un filtre de Tikhonov.
La taille des images est 101 × 101. La FEP utilisée pour générer les images
convoluées a un profile gaussien, une taille de 101×101 et est échantillonnée
sur l’intervalle [−50; 50]. Dans les images reconstruites, λ correspond à la

pondération de la régularisation. Source de l’image : SciPy.

Variation totale

En 1D, la variation totale d’une fonction f permet de mesurer sa longueur d’arc sur
le segment [a; b]. En 2D, si nous considérons une image comme une surface alors la varia-
tion totale mesure la déformation de cette surface. Le bruit dans une image augmente la
déformation de la surface. À cet effet, l’utilisation de la variation totale comme régularisa-
tion permet de pénaliser les solutions contenant du bruit. Une des variantes répandues de la
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fonction de coût s’écrit alors comme [Chambolle et al. 2009] :

f (x) = ‖y − x‖2
2 + λ‖∇x‖2,1 , (2.24)

avec ‖∇x‖2,1 =
∑
k

√
(∇ix [k ])2 +

(
∇jx [k ]

)2 où ∇ix est le gradient de x suivant les lignes et
∇jx suivant les colonnes. Nous donnons un exemple à la figure 2.4. Pour une valeur élevée
de λ, la reconstruction est plus lisse et tend vers une fonction constante par morceaux.
Notons que le terme de régularisation n’est pas différentiable partout. C’est également le
cas de l’exemple suivant.

(a) Image convoluée et bruitée (b) Image bruitée

(c) Reconstruction pour λ = 10 (d) Reconstruction pour λ = 40

Figure 2.4 – Exemple de débruitage avec une régularisation de variation totale.
La taille des images est 101×101. Un bruit blanc gaussien est ajouté tel que
l’image 2.4ba un RSB de 12,72. Dans les images reconstruites, λ correspond

à la pondération de la régularisation. Source de l’image : SciPy.
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Projection sur un ensemble

Une autre façon commune de régulariser est la projection sur un ensemble. En effet, l’in-
formation a priori que le signal x à estimer appartient un ensemble donné C est formellement
notée à l’aide de l’indicateur de Moreau ιC avec :

∀x ∈ Rn, ιC (x) =

{
0 si x ∈ C ,

+∞ sinon.
(2.25)

Le terme de régularisation est ajouté à la fonction de coût sans pondération dans ce cas et
f s’écrit :

f (x) = ‖y −Hx‖2
2 + ιC(x) , (2.26)

Par exemple, si les images représentent des intensités donc les valeurs sont positives. Alors
nous utilisons la fonction indicatrice de l’ensemble des images à coefficients positives, notée
ι+, telle que :

∀x ∈ Rn, i+(x) =

{
0 si ∀k ∈ {1, . . . , n}, x [k ] ≥ 0 ,

+∞ sinon.
(2.27)

Dans une fonction de coût, il est possible d’utiliser plusieurs termes de régularisation
à la fois. Dans le cas général, les fonctions de coût ne sont pas différentiables. Pour les
minimiser, il faut alors utiliser des outils avancés comme les algorithmes proximaux qui sont
introduits dans la section suivante.

2.3 Méthodes proximales

Les algorithmes proximaux sont des algorithmes itératifs permettant de minimiser des
fonctions qui ne sont pas différentiables. Ils peuvent être vus comme l’extension des algo-
rithmes de descente de gradient aux fonctions non-différentiables en utilisant les opérateurs
proximaux. Dans cette partie nous allons commencer par aborder les opérateurs proximaux
pour ensuite parler des algorithmes proximaux et donner quelques exemples.

2.3.1 Opérateur proximal

Les opérateurs proximaux sont un outil efficace pour manipuler des fonctions non-
différentiables. Ils ont été introduits par Moreau [Moreau 1965] comme la généralisation des
opérateurs de projection.

Avant de définir l’opérateur proximal d’une fonction, commençons par donner la défi-
nition d’une fonction proximable. Soit H un espace de Hilbert et f une fonction de H dans
R ∪ {−∞,+∞}. La fonction f est dite proximable si et seulement si f est :

– convexe : ∀(x, y) ∈ H, si f (x) < +∞ et f (y) < +∞ alors ∀λ ∈ [0, 1],

f (λx + (1− λ)y) ≤ λf (x) + (1− λ)f (y) . (2.28)

– propre : ∀x ∈ H, f (x) > −∞ et ∃y ∈ H, f (y) < +∞ .

– semi-continue inférieurement : tous les sous-ensembles ({x ∈ H, f (x) ≥ a})a∈R
sont fermés.
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En notant, ‖ · ‖ la norme canonique de H, l’opérateur proximal d’une fonction f proximable
est unique et est défini comme :

∀x ∈ H, proxf (x) = argmin
y∈H

1

2
‖x − y‖2 + f (y) . (2.29)

En considérant les deux termes minimisés par l’opérateur proximal en un point x dans H,
nous pouvons l’interpréter comme l’antécédent du minimum de f au voisinage de x .

Pour montrer que les opérateurs proximaux sont une généralisation des opérateurs de
projection, considérons un sous-ensemble C de H et f la fonction indicatrice de Moreau
du sous-ensemble C telle que définie dans l’équation 2.25, alors l’opérateur proximal de f
s’écrit :

∀x ∈ H, proxf (x) = argmin
y∈H

1

2
‖x − y‖2 + ιC(y) = argmin

y∈C

1

2
‖x − y‖2 . (2.30)

Par définition, il s’agit de la projection orthogonale sur le sous-ensemble C.
Les propriétés intéressantes de l’opérateur proximal sont données dans [Combettes et

Pesquet 2011]. Nous en citons les suivantes :

1. la translation

∀(x, y) ∈ H, proxf (·−y)(x) = y + proxf (x − y) , (2.31)

2. la remise à l’échelle

∀x ∈ H,∀ρ ∈]−∞,+∞[, proxf (ρ·) =
1

ρ
proxρ2 (ρx) , (2.32)

3. la séparabilité : soit {fi}1≤i≤n une famille de fonctions de H dans R ∪+∞,propres
convexes et semi-continues inférieurement et f la fonction de Hn dans R ∪ +∞
définie par :

∀a = (ai)1≤i≤n ∈ Hn, f (a1, . . . , an) =
n∑
i=1

fi(ai) (2.33)

alors
proxf (a) =

(
proxfi (ai)

)
1≤i≤n . (2.34)

Les opérateurs proximaux permettent le développement d’algorithmes proximaux qui
sont utilisés pour la résolution de problèmes inverses. Dans la suite nous aborderons les
algorithmes proximaux.

2.3.2 Algorithmes proximaux

Les algorithmes proximaux permettent de minimiser les fonctions de coût qui ne sont
pas différentiables. Plusieurs termes de régularisation sont non-différentiables, par exemple
la fonction indicatrice de Moreau et la norme `1. Dans la thèse, nous intéressons aux deux
algorithmes suivants :
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Algorithme Forward-Backward Splitting

L’algorithme Forward-Backward Splitting (FBS) [Combettes et Wajs 2005] est un al-
gorithme proximal simple. Il est utilisé pour résoudre un problème de la forme suivante :

x = argmin
z∈H

f (x) + g(x) . (2.35)

avec f une fonction propre, convexe et différentiable et g une fonction proximable. Souvent
f correspond au terme d’attache aux données et g au terme de régularisation comme dans
l’équation 2.26.

L’algorithme est itératif et alterne entre deux étapes :
– pas forward : également dit pas explicite, il s’agit de la descente de gradient liée à
f ,

– pas backward : également dit pas implicite, il s’agit de l’application de l’opérateur
proximal de g.

Comme illustré dans la figure 2.5, le pas forward rapproche l’itéré du minimum global de f
et le pas backward l’éloigne de celle-ci. L’algorithme est donné par : La convergence de cet

Algorithme 2.1 Forward Backward Splitting (FBS)

tâche : estimer x qui minimise f + g.
paramètres : β > 0, A critère d’arrêt
initialisation : x (0), i ← 0

tant que non(A) faire
x (i+1) ← proxβg

(
x (i) − β∇f

(
x i
))

i ← i + 1

fin tant que
renvoyer : x (i)

algorithme est garantie pour β < 2/α avec α la constante de Liptschitz du gradient de f ,
noté ∇f . Il est possible d’accélérer la vitesse de convergence de l’algorithme en modifiant
l’expression de l’itéré [Beck et Teboulle 2009 ; Nesterov 2013]. D’ailleurs, des améliorations
de l’algorithme FBS ont été apportées comme le FBS généralisé [Raguet, Fadili et Peyré
2013] qui permet de minimiser une fonction de coût de la forme f +

∑n
i=1 gi avec {gi}1≤i≤n

des fonctions proximables. Un autre exemple est celui de l’algorithme des directions alternées
détaillé dans la suite. Citons également les algorithmes proximaux de Douglas-Rachford
[Douglas et Rachford 1956] et l’algorithme de Chambolle-Pock [Chambolle et Pock 2010].

Algorithme des directions alternées

L’algorithme des directions alternées (Alternating Direction Method of Multipliers (ADMM),
en anglais) [Boyd, Parikh et Chu 2011] a pour but de minimiser une fonction de coût de la
forme f + g avec f et g des fonctions proximables de Rn dans R. Le principe de cette mé-
thode est de séparer la variable à estimer en deux variables et les contraindre à être égales.
Ce qui donne la formulation suivante :{

min
x,v

f (x) + λg(v)

t.q. x = v
(2.36)

avec λ dans R+ une pondération.
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f

C

x(0)

x(1)
x(2)

Figure 2.5 – Représentation des deux premières itérations de l’algorithme
FBS. La fonction à minimiser est f + ιC. Les lignes grises représentent les
lignes de niveau de f et le point gris son minimum global. La ligne bleue
correspond à la frontière de l’ensemble C. Les flèches vertes représentent les

pas explicites et les flèches rouges représentes les pas implicites.

Le lagrangien augmenté correspondant s’écrit [Chan, Wang et Elgendy 2016] :

L(x, v , u) = f (x) + λg(v) + u>(x − v) +
ρ

2
‖x − v‖2

2 (2.37)

La résolution du problème se fait itérativement, en mettant à jour une des trois variables
x, v et u et en fixant les deux autres :

x (k+1) = argmin
x

f (x) + ρ
2‖x − x̃

(k)‖2
2 ,

v (k+1) = argmin
v

λg(v) + ρ
2‖v − ṽ

(k)‖2
2 ,

ū(k+1) = ū +
(
x (k+1) − v (k+1)

)
,

(2.38)

avec ū = u(k)/ρ ; x̃ (k) = v (k) − ū(k) et ṽ (k) = x (k+1) + ū(k). Une variante intéressante
de l’ADMM est le Plug-and-Play ADMM [Venkatakrishnan, Bouman et Wohlberg 2013]
qui montre que l’étape de mise à jour de v est équivalente à l’utilisation d’un débruiteur
gaussien, noté Dσ où σ est l’écart-type du bruit :

v (k+1) = Dσ
(
ṽ (k)

)
, (2.39)

avec σ =
√
λ/ρ. L’algorithme s’écrit comme suit :

Il est possible d’accélérer l’algorithme en augmentant la valeur de ρ à chaque itération,
il s’agit d’un schéma de continuation [Ng 2002].

Dans le cas où f est un terme d’attache aux données alors il est possible d’utiliser un dé-
bruiteur quelconque pour régulariser le problème sans explicitement définir g. Cette propriété
est utilisée dans une méthode de reconstruction dans la partie 5.3.2 traitant l’apprentissage
profond.
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Algorithme 2.2 Plug-and-Play ADMM

tâche : estimer x qui minimise f + g.
paramètres : ρ, λ, A critère d’arrêt
initialisation : x (0), k ← 0

tant que non(A) faire
x (k+1) ← argmin

x
f (x) + (ρ/2)

∥∥∥x − (v (k) − u(k)
)∥∥∥2

2

v (k+1) ← Dσ
(
x (k+1) + u(k)

)
u(k+1) ← u(k) +

(
x (k+1) − v (k+1)

)
k ← k + 1

fin tant que
renvoyer : x (k)

2.4 Conclusion

Dans ce chapitre, nous avons commencé par présenter le formalisme des problèmes
inverses pour nous intéresser ensuite au cas spécifique de la déconvolution. Ce dernier est
un problème mal posé et mal conditionné. En effet, plus le support de la FEP est grand
et plus le problème est mal conditionné. De ce fait, le problème en imagerie radio est
davantage mal conditionné que celui en imagerie optique. Ensuite nous avons introduit le
concept de régularisation en montrant différents exemples. Enfin, nous avons présenté les
méthodes proximales qui permettent de résoudre les problèmes régularisés dans le cas où
certaines parties de la fonction de coût n’étaient plus différentiables. Dans le chapitre 4,
nous introduisons la contrainte de forme que j’ai développée pour l’utiliser en tant que terme
de régularisation avec la parcimonie dans l’algorithme FBS. La parcimonie et la transformée
en ondelettes sont souvent utilisées dans la régularisation des problèmes inverses et sont
présentées dans le chapitre suivant.
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Chapitre 3

Parcimonie et ondelettes

3.1 Parcimonie

La parcimonie caractérise un signal dont la représentation est donnée par une majorité
de coefficients nuls. La propriété sous-jacente à un signal parcimonieux est le fait que ses
degrés de liberté intrinsèques sont de nombre réduit. Ainsi en faisant l’hypothèse que le signal
à reconstruire est parcimonieux, il est possible de résoudre des problèmes dans des domaines
variés comme dans l’astrophysique, l’imagerie biomédicale, la sismologie et l’océanographie.

La parcimonie est alors utilisée en tant qu’a priori pour résoudre des problèmes inverses
linéaires, c’est-à-dire les problèmes inverses qui sont modélisés par un opérateur linéaire. Dans
cette section, nous commencerons par introduire la parcimonie en général pour ensuite nous
attarder sur la représentation parcimonieuse des signaux.

3.1.1 Aperçu sur la parcimonie

Le principe de parcimonie se retrouve en philosophie et est également appelé rasoir
d’Ockham, il stipule que si deux modèles permettent d’expliquer un phénomène de manière
aussi satisfaisante l’une que l’autre alors il faut opter pour celui contenant le moins d’hypo-
thèses, donc le plus simple. De même, en traitement du signal, la parcimonie est un outil
qui pour un problème donné permet de choisir la solution contenant le moins d’éléments
possible donc la plus simple.

Pour donner une définition formelle d’un signal parcimonieux, considérons x dans Rn
alors nous disons que x est strictement k-parcimonieux si et seulement si x possède exacte-
ment k coefficients non-nuls. Dans ce cas, une signal k-parcimonieux possède k degrés de
liberté. Pour mesurer la parcimonie d’un signal, il suffit alors de compter le nombre de ses
composantes actives, c’est-à-dire non nulles. Pour ce faire, la pseudo-norme `0, notée ‖ · ‖0

est utilisée. Elle est définie comme le cardinal du support de ce signal. Considérons un signal
x ∈ Rn, nous avons alors :

supp(x) = {i ∈ {1, . . . , n} | x [i ] 6= 0} , (3.1)

et la pseudo-norme `0 de x s’écrit comme :

‖x‖0 = card (supp (x)) , (3.2)

avec card(U) le cardinal de l’ensemble U. Insistons sur le fait que `0 n’est pas une norme
car elle n’est pas homogène, c’est-à-dire que pour un réel λ, ‖λx‖0 = ‖x‖0 n’est pas égal à
|λ| · ‖x‖0, en général. Mais par abus de langage, la pseudo-norme `0 est également appelée
norme `0, par abus de langage.

Mais généralement, dans le cas des signaux naturels, la plupart des coefficients du signal
n’ont pas de valeur parfaitement nulle donc la valeur de leur norme `0 n’est pas faible. Ce
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qui fait que la k-parcimonie stricte n’est pas adaptée à ces signaux. Néanmoins, parmi des
signaux naturels, il existe des signaux dont un nombre restreint de coefficients est d’amplitude
élevée et les autres coefficients sont d’amplitudes assez faibles, voire quasi-nulles. Ces signaux
sont dits compressibles ou quasi-parcimonieux. Nous pouvons alors approximer ces signaux
par des signaux k-parcimonieux en forçant les valeurs faibles à zéro.

Mathématiquement, cette opération se fait à l’aide de l’opérateur de seuillage dur (Hard
Thresholding), noté HTλ avec λ un réel positif jouant le rôle de seuil. Donc tout coefficient
ayant une valeur inférieure à λ est mis à zéro :

∀i ∈ {1, . . . , n} HTλ(x)[i ] =

{
x [i ] si |x [i ]| ≥ λ
0 sinon.

(3.3)

En choisissant une valeur de λ qui garde les k éléments de x avec l’amplitude la plus élevée,
l’opération de seuillage dur donne alors une approximation de x qui est non linéaire et k-
parcimonieuse. Nous notons x̃ cette approximation avec :

x̃ = HTλ(x) (3.4)

Pour étudier quantitativement la qualité de l’approximation x̃ de x , une métrique d est utilisée
pour évaluer la distance entre x et x̃ . Suivant les applications, il existe différentes métriques
pour ce faire. Dans le cas général, la norme euclidienne est utilisée, celle-ci correspond à la
racine carrée de l’énergie de l’erreur d’approximation. La dégradation entre le signal d’origine
et son approximation parcimonieuse est alors mesurée par d (x̃ , x).

Désormais, nous avons les outils nécessaires pour introduire la classe des signaux com-
pressibles. Un signal appartient à cette classe si et seulement si les amplitudes de ces co-
efficients rangés par ordre décroissant, décroissent de manière polynomiale. Considérons i
l’image de la permutation qui réarrange les indices des éléments d’un signal suivant leurs
amplitudes par ordre décroissant, c’est-à-dire :

∀m ∈ {1, . . . , n − 1}, |x [i(m)]| ≥ |x [i(m + 1)]| . (3.5)

Alors un signal est compressible si et seulement si il existe deux constantes c ∈ R+ et
s > 1/2 tel que :

∀k ∈ {1, . . . , n}, |x [i(n)]| ≤ ck−s . (3.6)

Notons donc que s est liée à la décroissance des coefficients de manière polynomiale, c’est-
à-dire que plus la valeur de s est élevée et plus la décroissance des coefficients est rapide.
Maintenant, prenons le carré de la distance entre les deux signaux qui vaut par construction :

d2(x̃ , x) =
n∑

j=k+1

|x [i(j)]|2 ≤ c2
n∑

j=k+1

j−2s . (3.7)

La somme à droite de l’inégalité peut être vue comme une somme partielle de la série de
Riemann commençant à k+1. Alors d’après le théorème de comparaison série-intégrale pour
les fonctions monotones, nous avons :

n∑
j=k+1

j−2s ≤
∫ n

k
t−2sdt =

[
t−2s+1

1− 2s

]n
k

≤
k−2s+1

2s − 1
(3.8)
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Nous pouvons alors majorer l’erreur d’approximation par :

d2 (x̃ , x) ≤ c2 k
−2s+1

2s − 1
(3.9)

Nous déduisons alors que l’erreur d’approximation a la même tendance que la décroissance
des coefficients, par exemple si les coefficients décroissent rapidement alors l’erreur est petite.
Par conséquent, les résultats présentés dans ce qui suit pour des signaux rigoureusement
parcimonieux restent de bonnes approximations pour les signaux compressibles.

Par contre, il n’y a pas de garantie que les signaux naturels soient compressibles ou
parcimonieux quand ils sont représentés dans l’espace où ils sont mesurés. Par exemple, si
nous considérons la fonction sinus dans l’espace temporel, il existe une infinité de points pour
lesquels le sinus ne s’annule pas. De plus, cette fonction n’est pas décroissante donc elle
n’est ni parcimonieuse ni compressible. Mais en prenant sa représentation dans le domaine
fréquentiel, nous avons uniquement deux points non nuls correspondant à sa fréquence et
son opposé comme le montre la figure 3.1. Alors dans l’espace de Fourier, c’est un signal
2-parcimonieux.
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(a) Espace temporel
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(b) Espace de Fourier

Figure 3.1 – Représentation d’un sinus avec une fréquence de 1 Hz dans
l’espace temporel et de son spectre dans l’espace de Fourier. La représentation
dans l’espace de Fourier possède uniquement deux coefficients non nuls donc

elle est strictement 2-parcimonieuse.

Nous déduisons donc que la parcimonie n’est pas une propriété intrinsèque du signal
mais qu’elle est également dépendante de l’espace dans lequel le signal est représenté. Alors
pour pouvoir utiliser les méthodes parcimonieuses, il est important tout d’abord de trouver un
espace qui optimise la parcimonie des signaux étudiés, ce qui fait de la recherche d’espaces
adéquats pour assurer la parcimonie de certaines classes de signaux un domaine actif.

3.1.2 Représentation parcimonieuse des signaux

Pour tirer profit de la parcimonie dans les procédés de reconstruction, il est important
de trouver un espace dans lequel nous savons que le signal considéré est parcimonieux. Ainsi
suivi les différentes classes de signaux et d’applications, certains espaces sont préférés à
d’autres. Par exemple pour les signaux périodiques stationnaires, l’espace de Fourier leur
donne une représentation parcimonieuse.
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Pour définir les termes utilisés dans le domaine de la parcimonie, un dictionnaire est
une famille génératrice de l’espace considéré. Les éléments de ce dictionnaire sont appelés
atomes. Ainsi, considérons un signal x dans Rn et un dictionnaire φ ∈ Rn×p. Comme le
dictionnaire est une famille génératrice alors p ≥ n. Alors x s’écrit comme la combinaison
linéaire des p atomes φi ∈ Rn tel que :

x = φα =

p∑
i=1

φ[i ]α[i ] , (3.10)

avec α ∈ Rp sont les coefficients de x dans le dictionnaire φ. Deux types de dictionnaires
existent :

– les dictionnaires redondants, ces dictionnaires ont p > n atomes. Cela implique que
la décomposition du signal n’est pas unique puisqu’il existe des atomes qui sont
linéairement dépendants.

– les dictionnaires non-redondants, dans ce cas, il y a n atomes dans un dictionnaire,
il s’agit donc d’une base et la décomposition du signal est unique. Ces dictionnaires
sont également dits sur-complets.

En utilisant des dictionnaires non-redondants, le problème d’optimisation est plus simple à
manipuler. Par contre, un dictionnaire redondant est moins contraignant à développer et
offre ainsi plus de possibilité pour trouver une représentation parcimonieuse qui est plus
adaptée aux données considérées.

Pour revenir au cas de l’espace de Fourier, le dictionnaire correspondant à la Transfor-
mée de Fourier Discrète (Dicrete Fourier Transform (DFT), en anglais) est non-redondant
et nous avons :

x = F x̂ , (3.11)

où x̂ est la DFT du signal x et F est dite la matrice de Fourier telle que :

F [k, l ] =
1√
n
e i2πlk/n . (3.12)

D’ailleurs, une implémentation répandue de la DFT est la Transformée de Fourier Ra-
pide (FFT, en anglais) qui, comme son nom l’indique, a le mérite d’être rapide, ayant une
complexité en O (n log n). Il existe aussi d’autres transformations qui sont similaires comme
la Transformée en Cosinus Discrète (Discrete Cosine Transform (DCT), en anglais) telle
que :

α[k ] =
n−1∑
i=0

x [n] cos

(
π

n

(
i +

1

2

)
k

)
(3.13)

et sa transformée inverse donnée par :

x [k ] =
2

n

(
1

2
α[0] +

n−1∑
i=1

α[i ] cos

(
π

n

(
k +

1

2

)
n

))
. (3.14)

La version 2D de la DCT est efficace pour la représentation des textures. Elle est
obtenue à partir de la DCT 1D en faisant un produit séparable. Concernant l’implémentation,
comme dans le cas de la DFT, elle peut se faire rapidement à l’aide de l’algorithme de la
transformée en cosinus rapide avec une complexité en O (n log n). Avec ces avantages, la
DCT est une transformée utile pour la compression d’images.

Par contre, les atomes de ces dictionnaires contiennent uniquement l’information fré-
quentielle du signal, sans avoir l’information correspondant à l’espace de départ. Ces atomes
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sont dits non-locaux. De ce fait, cette représentation n’est pas adaptée pour les signaux non-
périodiques avec des détails différents localisés dans des régions différentes. Pour contourner
ce problème, un fenêtrage du signal est effectué tel que la fenêtre est suffisamment petite
pour supposer que le signal est localement quasi-stationnaire. Cette approche correspond
à la Transformée de Fourier à Court-Terme (Short Term Fourier Transform (STFT), en
anglais) et également de la Transformée en Cosinus Discrète par bloc. Notons qu’elle est
utilisée dans le format JPEG [Wallace 1991].

Une méthode plus élaborée pour contourner ces limitations est le recours aux ondelettes.
Les ondelettes sont conçues pour donner une représentation parcimonieuse des signaux
lisses par morceaux. Et la représentation qu’elles offrent contient à la fois l’information
de l’espace de départ du signal et également l’information fréquentielle. Un autre avantage
des ondelettes est leur implémentation encore plus rapide que celles de la DFT et la DCT.
En effet, la complexité d’un algorithme optimal est en O(n). De plus, comme les ondelettes
représentent les signaux naturels parcimonieusement, elles ont été utilisées dans le format
JPEG 2000 [Skodras, Christopoulos et Ebrahimi 2001].

Depuis l’apparition des premières ondelettes, au cours du temps, d’autres ont été
conçues pour servir dans des problèmes spécifiques ou représenter certains types de si-
gnal en particulier. Par exemple, la représentation en ondelettes des anisotropies dans les
images n’est pas efficace puisque les ondelettes ne captent pas adéquatement la directivité.
C’est ainsi que les ridgelets [Candès et Donoho 1999] et des curvelets [Candes et Donoho
2000 ; Starck, Candes et Donoho 2002] ont été développées pour donner une représentation
efficace des lignes et des contours, respectivement.

Finalement, au lieu de construire les ondelettes en recherchant des fonctions satisfai-
sant des propriétés utiles pour le modèle du signal considéré, il est possible de se baser sur
les données afin d’apprendre une représentation parcimonieuse de celles-ci [Aharon, Elad et
Bruckstein 2006]. Il s’agit de l’Apprentissage de Dictionnaire (AL) (Dictionary Learning, en
anglais). Cette approche consiste à trouver le dictionnaire qui offre la représentation la plus
parcimonieuse des signaux de l’ensemble d’entraînement, en minimisant, une nouvelle fois, un
problème d’optimisation. De ce fait, ces dictionnaires donnent globalement de meilleures per-
formances que les ondelettes dans les problèmes auxquels ils sont dédiés. Dans [Beckouche,
Starck et Fadili 2013], nous avons un exemple de AL pour des tâches de débruitage d’image
en astrophysique. Actuellement, avec l’émergence de l’apprentissage machine, il est possible
d’apprendre des représentations qui couvrent des domaines d’applications et des classes de
signaux plus généraux comme avec les learnlets [Ramzi et al. 2021b].

Dans la section suivante, nous allons nous pencher sur la théorie des ondelettes. Nous
allons commencer par détailler les fondements de celle-ci pour aboutir à la transformée en
starlets qui est adaptée à une représentation parcimonieuse des images de galaxies.

3.2 Transformée en ondelettes

La transformée de Fourier permet de représenter le signal dans le domaine fréquentiel
mais en perdant l’information temporelle. Pour s’affranchir de cela, l’analyse en ondelettes a
été développée pour étudier les signaux stationnaires en donnant une représentation conte-
nant aussi bien l’information temporelle et fréquentielle. Ainsi il est possible de cerner les
motifs d’un signal à différentes échelles et positions suivant ses coefficients en ondelettes.

Les ondelettes permettent de représenter les signaux lisses par morceaux avec parci-
monie. Souvent les signaux naturels sont modélisés comme lisses par morceaux. Alors pour
utiliser la parcimonie dans la résolution de problèmes inverses, nous pouvons avoir recours
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aux ondelettes qui vont être la base de la régularisation parcimonieuse. Par contre la solution
finale pour le problème est liée à l’ondelette choisie donc trouver les ondelettes appropriées
est un enjeu d’importance.

Ainsi nous dans ce chapitre, nous commencerons tout d’abord par une présentation
générale des ondelettes en détaillant les ondelettes continues. Après nous passerons aux
ondelettes orthogonales et bi-orthogonales pour finalement introduire les starlets qui nous
seront utiles dans les méthodes de reconstructions parcimonieuses développées dans le cadre
de notre travail.

3.3 Ondelettes continues

Pour unifier les travaux effectués sur les ondelettes, Morlet et Grossman ont défini, en
1984, la Transformée en Ondelettes Continue (Continuous Wavelet Transform (CWT), en
anglais) [Grossmann et Morlet 1984] pour représenter les fonctions de l’espace L2 (R). Rap-
pelons qu’il s’agit de l’espace des fonctions de carré intégrable. Pour commencer, l’ondelette
est une fonction réelle qui doit être inversible. Pour cela, une condition d’admissibilité a été
définie sur la tranformée en ondelette. En notant ψ l’ondelette cette condition s’exprime
alors comme :

cψ =

∫ ∞
0

∣∣∣ψ̂(ν)
∣∣∣2 ν−1dν < +∞ , (3.15)

avec ψ̂ est la transformée de Fourier de ψ. Notons alors que les ondelettes doivent avoir
une moyenne nulle, c’est-à-dire

∫
ψ = 0 pour que cette condition soit satisfaite. Ainsi par

définition, ψ est dit l’ondelette mère. Ensuite en effectuant des translations et des remises à
l’échelle de celle-ci, nous obtenons une famille d’ondelettes. Plus concrètement, soit a ∈ R+

le facteur de remise à l’échelle et b ∈ R le paramètre de translation, dans ce cas, l’ondelette
fille que nous notons ψa,b s’écrit :

∀x ∈ R, ψa,b(x) =
1√
a
ψ

(
x − b
a

)
. (3.16)

Alors en prenant une fonction f dans L2 (R), nous pouvons écrire sa CWT en projetant la
fonction f sur la famille des ondelettes, une à une. Les quantités obtenues alors sont les
coefficients d’ondelettes et ont pour formule :

∀a ∈ R+, b ∈ R, wf (a, b) = 〈f , ψa,b〉 (3.17)

=

∫
R
f (x)ψ∗a,b(x)dx (3.18)

=
1√
a

∫
R
f (x)ψ∗

(
x − b
a

)
dx (3.19)

Remarquons qu’en introduisant φ̄a(x) = 1√
a
ψ∗ −xa la formule précédente se récrit comme

une convolution avec :

∀a ∈ R+, b ∈ R, wf (a, b) = f ∗ ψ̄a(b) . (3.20)

Ainsi nous avons une formulation qui donne accès à une implémentation qui se fait avec des
filtres linéaires, d’où son avantage.

Maintenant que nous avons les coefficients d’ondelette, nous pouvons reconstruire le
signal avec la formule d’inversion donnée par [Grossmann et Morlet 1984]. En prenant les
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coefficients d’ondelettes (wf (a, b))a>0,b∈R de la fonction f , celle-ci est reconstruite comme :

f (x) =
1

cψ

∫
R+

∫
R
wf (a, b)ψa,b(x)

da

a2
db . (3.21)

À titre d’exemple, citons :
– l’ondelette de Haar : il s’agit de la première ondelette à être développée [Haar 1910]
et s’exprime simplement par :

ψ(t) =


1 si 0 ≤ t < 0, 5

−1 si 0, 5 ≤ t < 1

0 sinon.
(3.22)

Une représentation de l’ondelette mère est donnée dans la figure 3.2a. Remarquons
également qu’avec les coefficients discrets de cette ondelette qui sont donnés par
la suivante :

∀(j, n) ∈ Z2, ψj,n(t) =
1√
2j
ψ

(
t − 2jn

2j

)
, (3.23)

nous avons une base orthonormée de L2 (R). Pour calculer cette ondelette en pra-
tique, il suffit d’effectuer essentiellement des soustractions. Par contre, son manque
de régularité risque d’engendrer des artefacts dans les tâches de restauration, ce
qui n’est pas désirable comme effet.

– l’ondelette chapeau mexicain : également appelée ondelette de Ricker, cette onde-
lette est communément utilisée. Elle est définie comme étant la dérivée seconde
d’une fonction gaussienne et a pour expression :

ψ(t) =
2

π
1
4

√
3σ

(
t2

σ2
− 1

)
exp

(
−t2

2σ2

)
. (3.24)

Contrairement au premier exemple, l’ondelette chapeau mexicain est une fonction
fortement régulière. Dans le cadre la Vision Artificielle (Computer Vision, en anglais)
la version 2D de celle-ci est couramment utilisée et est aussi connue sous le nom
de laplacien de gaussienne ou filtre de Marr. Comme cas d’application de celle-ci,
nous pouvons évoquer la détection de blob (ensemble de pixels connectés dans une
image).

−2 −1 0 1 2

−1.0

−0.5

0.0

0.5

1.0

(a) Ondelette de Haar

−2 −1 0 1 2

−0.5

0.0

0.5

1.0

1.5

(b) Ondelette chapeau mexicain

Figure 3.2 – Exemples d’ondelette mère
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3.4 Ondelettes orthogonales

Jusque là les ondelettes que nous avons manipulées sont continues mais pour en tirer
partie en traitement du signal, nous avons besoin d’utiliser une version discrète de celles-ci.
Dans cet élan, l’analyse multi-résolution a été développée par [Mallat 1989 ; Meyer 1993]
pour construire des bases d’ondelettes orthogonales. Ce formalisme permet d’avoir des on-
delettes discrètes ayant une reconstruction exacte mais également une implémentation qui
s’exécute rapidement.

3.4.1 Multi-résolution

L’analyse en multi-résolution est un outil qui a été développé en 1989 par Mallat [Mallat
1989] pour construire des bases d’ondelettes discrètes implémentables avec des convolutions
et pouvant reconstruire le signal parfaitement. Les ondelettes obtenues par ce procédé sont
appelées ondelettes orthogonales.

Ainsi avec l’analyse multi-résolution, une fonction f dans L2 (R) est approximée succes-
sivement par des fonctions fj , appelées approximations, en lissant f avec des filtres dont la
largeur augmente proportionnellement à 2j . Pour chaque échelle 2j , nous notons Vj le sous-
espace de L2 (R) contenant fj et également toutes les approximations pour cette échelle.
Alors fj est obtenue par la projection de f sur Vj . Or pour préserver l’intégrité du signal
contenu dans f , nous définissons également le sous espace Wj contenant les détails corres-
pondant à la différence entre deux approximations consécutives tel que fj−1 = fj + wj avec
wj ∈ Wj . Le sous-espace Wj s’écrit donc comme :

Vj−1 = Vj ⊕Wj , (3.25)

avec ⊕ l’opérateur de somme directe.
En décomposant récursivement les sous-espaces

(
Vj
)
j∈Z, l’espace L

2 (R) se récrit comme
la somme directe des

(
Wj

)
j∈Z donnant l’équation :

L2 (R) =
∞⊕

j=−∞
Wj . (3.26)

Dans [Mallat 1989], pour tout j dans Z, il est possible de contruire une base orthonormée
de Wj à partir d’une ondelette ψ en y effectuant des translations et des remises à l’échelle.
Cette famille d’ondelette s’exprime comme :{

ψj,n =
1√
2j

(
t − 2jn

2j

)}
n∈Z

. (3.27)

Par conséquent,
{
ψj,n

}
(j,n)∈Z2 est une base de l’espace L2 (R).

Pour une définition formelle de la multi-résolution, soit f une fonction dans L2 (R) alors
une approximation multi-résolution de f est une séquence {Vj}j∈Z de sous-espaces fermés
tel que {0} ⊂ · · · ⊂ V1 ⊂ V0 ⊂ V−1 ⊂ . . .L2 (R) et qui vérifie :

– l’invariance par translation : ∀j ∈ Z, f (t) ∈ Vj ⇔ f
(
t − 2jk

)
∈ Vj+1

– la causalité : f (t) ∈ Vj ⇔ f (t/2) ∈ Vj+1

– la condition aux limites :
⋂
j∈Z

Vj = {0} et
⋃
j∈Z

Vj = L2 (R)

– l’existence d’une fonction θ telle que {θ(t − n)}n∈Z est une base de Riesz de V0.
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Avec la base de Riesz nous pouvons alors représenter toute fonction f de V0 avec des
coefficients formant un ensemble discret. À partir de la fonction θ nous pouvons construire
la fonction de remise à l’échelle, notée φ, telle que pour tout j dans Z,

{
φj,n

}
n∈Z est une

base orthonormée du sous-espace Vj [Mallat 1989]. Les éléments de cette base s’écrivent
comme suit :

∀(j, n) ∈ Z2, φj,n(t) =
1√
2j
φ

(
t − n

2j

)
. (3.28)

Ainsi nous pouvons calculer fj , la fonction d’approximation de f à l’échelle 2j à l’aide de ses
produits scalaires avec la base de fonction

{
φj,n

}
n∈Z de l’espace d’approximation Vj : Ainsi

pour obtenir fj , l’approximation de f à l’échelle 2j , nous effectuons la projection de f sur
l’espace Vj tel que :

fj = PVj f =
∑
n∈Z

aj [n]φj,n , (3.29)

où PVj est le projecteur orthogonal sur Vj et aj [n] =
〈
f , φj,n

〉
sont les coefficients d’approxi-

mation discrète de f . Alors pour tout j dans Z, nous définissons une fonction d’approximation
unique fj de f , avec un ensemble discret de coefficients dans Vj .

De plus, une approximation à une échelle donnée peut être déduite à partir de celle à
l’échelle précédente en effectuant une convolution basée sur la fonction de remise à l’échelle.
Il suffit de voir que le fait que φ appartient à V0 implique que 1√

2
φ
(
t
2

)
appartient à V1 qui est

inclus dans V0 ayant pour base (φ0,n)n∈Z. Nous écrivons donc la décomposition suivante :

1√
2
φ

(
t

2

)
=
∑
n∈Z

h[n]φ(t − n) , (3.30)

où h[n] =
〈

1√
2
φ
(
t
2

)
, φ(t − n)

〉
. Plus globalement, nous pouvons récrire toute fonction

φj+1,n dans la base
{
φj,p

}
p∈Z de Vj avec le filtre h :

φj+1,p =
∑
n∈Z

h [n − 2p]φj,n . (3.31)

En appliquant le produit scalaire avec f , nous avons :

aj+1[p] =
∑
n∈Z

h [n − 2p] aj [n] . (3.32)

Cette équation permet de calculer de manière récursive les coefficients d’approximation
à l’aide de h au lieu d’effectuer des produits scalaires continus. Par ailleurs, il existe des
propriétés entre le filtre h et la fonction de remise à l’échelle φ qui sont développées dans
[Mallat 1989 ; Meyer 1993], comme le théorème du Filtre Mirroir Conjugué.

Désormais, nous pouvons approximer toute fonction f de L2 (R) dans une base ortho-
normale de Vj en calculant récursivement ses coefficients. Pour aller plus loin, nous pouvons
également capturer le signal perdu entre deux échelles d’approximation consécutive. Ef-
fectivement puisque pour tout j , Vj est contenu dans Vj−1, nous définissons alors l’espace
supplémentaire orthogonal de Vj , noté Wj comme :

Vj−1 = Vj ⊕Wj . (3.33)

Cet espace possède une base orthonormale
{
ψj,n

}
n∈Z qui est construite à partir d’une on-

delette ψ correspondant à une fonction de remise à l’échelle φ [Mallat 1989 ; Meyer 1993].
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L’ondelette est alors définie par sa transformée de Fourier avec :

ψ̂(ω) =
1√
2
ĝ

(
ω

2

)
φ̂

(
ω

2

)
, (3.34)

où g est un filtre discret également défini par sa transformée de Fourier avec :

ĝ(ω) = e−iωĥ∗(ω + π) . (3.35)

Alors pour tout j dans Z,
{
ψj,n

}
n∈Z est une base orthonormale de Wj avec :

ψj,n =
1√
2
ψ

(
t − 2jn

2j

)
. (3.36)

Par conséquent, nous déduisons que
{
ψj,n

}
(n,j)∈Z2 est une base orthonormale de L2 (R).

Alors nous pouvons représenter L2 (R) comme une somme directe
(
Wj

)
j∈Z :

L2 (R) =
∞⊕

j=−∞
Wj . (3.37)

Donc toute fonction f de L2 (R) possède une représentation unique en ondelette :

f =
∑
j∈Z

∑
n∈Z

dj [n]ψj,n , (3.38)

avec dj [n] =
〈
f , ψj,n

〉
les coefficients d’ondelette de f à l’échelle 2j et la position 2jn.

D’autre part, par un raisonnement analogue à celui qui a été utilisé sur la fonction de
remise à l’échelle pour aboutir à l’équation 3.30, ψj+1,p s’écrit dans la base

{
φj,n

}
n∈Z de Vj

comme :
ψj+1,p =

∑
n∈Z

g[n − 2p]φj,n . (3.39)

De même en appliquant le produit scalaire avec f , nous avons :

dj+1[p] =
∑
n∈Z

g[n − 2p]aj [n] . (3.40)

Cette équation est la pierre angulaire des algorithmes de transformée en ondelettes rapide
puisqu’elle permet de calculer les coefficients d’ondelette à l’échelle 2j+1 à partir des co-
efficients d’approximation à l’échelle 2j au lieu de calculer le produit scalaire de f avec
l’ondelette ψj,n.

3.4.2 Décomposition pyramidale

Dans la partie précédente, nous avons établi une relation de récurrence sur les échelles
à l’aide des filtres h et g et également montré comment reconstruire un signal à partir de sa
représentation dans les sous-espaces

{
Wj

}
j∈Z. Dans cette partie nous allons voir comment

les ondelettes orthogonales garantissent une reconstruction parfaite.
Commençons par définir la transformée en ondelette rapide qui est également appelée

Transformée en Ondelette Discrète (Discret Wavelet Transform (DWT), en anglais). Soit
f une fonction dans f ∈ L2 (R) alors sa DWT est définie récursivement d’une échelle 2j à
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une échelle 2j+1 par :

aj+1[p] =
∑
n∈Z

h[n − 2p]aj [n] =
[
aj ∗ h̄

]
↓2 [p] , (3.41)

dj+1[p] =
∑
n∈Z

g[n − 2p]aj [n] =
[
aj ∗ ḡ

]
↓2 [p] , (3.42)

avec h̄[n] = h[−n], ḡ[n] = g[−n], [·]↓2 l’opérateur de décimation par un facteur 2 et aj [n]

et dj [n] sont respectivement le coefficient d’approximation et le coefficient de détail (ou
d’ondelette) donnés par :

aj [n] =
〈
f , φj,n

〉
et dj [n] =

〈
f , ψj,n

〉
. (3.43)

La définition de la transformée inverse se fait de manière analogue pour remonter d’un échelle
2j+1 à partir de l’échelle 2j avec :

aj [p] =
[
aj+1

]
↑2 ∗ h[p] +

[
dj+1

]
↑2 ∗ g[p] . (3.44)

où [·]↑2 est l’opérateur de sur-échantillonnage de facteur 2. Comme le montre la figure
3.3, l’algorithme de la DWT est donc implémenté avec une cascade de filtres linéaires.
La complexité de celui-ci est en O(n) donc comparé à la FFT qui a une complexité en
O (n log(n)), nous avons un gain en temps de calcul.

h̄

ḡ

g̃

h̃

h̄

ḡ

g̃

h̃

↓ 2

↓ 2

↓ 2

↓ 2

↑ 2

↑ 2

↑ 2

↑ 2 ++
s

s

a1 aJ−1

a1 aJ−1 aJ

d1 dJ

Figure 3.3 – Algorithme de transformée en ondelette rapide pour un banc
de filtres

(
h, g, h̃, g̃

)
. Dans le cas d’ondelette orthogonale, h̃ = h et g̃ = g.

L’étage du haut dans le diagramme correspond à l’analyse du signal s. L’étage
du bas correspond à la synthèse du signal s.

Pour l’instant, nous avons uniquement considéré une seule ondelette pour les deux
étapes d’analyse et de synthèse du signal. Nous introduisons alors les ondelettes bi-orthogonales
qui utilisent deux ondelettes différentes, une première ondelette pour l’analyse et une deuxième
pour la synthèse. Ces ondelettes donnent une reconstruction exacte du signal si deux pro-
priétés sont satisfaites [Vetterli 1986]. Pour cela, notons (h, g) les filtres correspondant à
l’ondelette d’analyse et

(
h̃, g̃

)
les filtres correspondant à l’ondelette de synthèse. Pour avoir
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une reconstruction exacte, il faut que le banc de filtres
(
h, g, h̃, g̃

)
vérifie :

ĥ∗(ω + π)ˆ̃h(ω) + ĝ∗(ω + π)ˆ̃g = 0 (3.45)

et
ĥ∗(ω)ˆ̃h(ω) + ĝ∗(ω)ˆ̃g = 2 . (3.46)

Dans le cas bi-orthogonal, l’équation de reconstruction s’écrit :

aj [p] =
[
aj+1

]
↑2 ∗ h̃[p] +

[
dj+1

]
↑2 ∗ g̃[p] . (3.47)

En passant des ondelettes orthogonales aux ondelettes bi-orthogonales, nous obtenons plus
de flexibilité sur le choix des ondelettes. Ainsi pour un couple d’ondelettes bi-orthogonales, les
fonctions choisies peuvent avoir des propriétés intéressantes comme la symétrie, la régularité
ou la compacité du support [Cohen et Daubechies 1992]. Pour l’implémentation de ces
ondelettes, les étapes de l’algorithme demeurent les mêmes que précédemment comme
illustré dans la figure 3.3.

3.4.3 Ondelettes bi-orthogonales 2D

Les ondelettes ont été étendues au-delà d’une dimension et dans différents espaces,
par exemple nous avons les ondelettes sur la sphère [Starck et al. 2006], les ondelettes en
3D [Woiselle, Starck et Fadili 2010] et également les ondelettes sphériques 3D [Lanusse,
Rassat et Starck 2012]. Dans le cadre de notre travail, nous nous intéressons aux ondelettes
2D. Celles-ci peuvent être directement construites à partir des ondelettes à une dimension.
En effet les filtres 2D sont obtenus en effectuant des produits séparables de filtres 1D. Pour
aller plus loin dans la construction des ondelettes 2D, il est important de tenir compte de
la grandeur physique que représente chaque dimension. Par exemple, une dimension peut
représenter le temps, l’espace, la fréquence ou l’énergie. Nous avons alors deux cas de
figures : les dimensions homogènes comme dans le cas des images où chaque dimension
correspond à un axe dans l’espace ; et les dimensions inhomogènes comme le temps et
l’énergie. Ainsi dans le cas homogène, comme chaque dimension correspond à la même
grandeur physique, il est alors pertinent d’utiliser la même échelle d’ondelette pour les deux
dimensions. Au contraire, dans le cas inhomogène, il est préférable d’utiliser des échelles
différentes telles que chaque échelle soit adaptée au signale et à la grandeur physique associés
à la dimension, par exemple pour l’étude des sources transitoires en radio où l’objet a une
énergie élevée et un temps d’apparition faible.

Commençons avec les ondelettes inhomogènes, en considérant la famille d’ondelettes
1D

{
ψj,n

}
(j,n)∈Z2 formant une base de L2 (R) la famille d’ondelettes 2D{

ψj1,j2,n1,n2

}
(j1,j2,n1,n2)∈Z4 =

{
ψj1,n1

· ψj2,n2

}
(j1,j2,n1,n2)∈Z4 (3.48)

est une base de L2 (R) avec j1 et j2 non liées ce qui permet d’avoir des échelles différentes
pour chaque dimension. Les coefficients dans cette base se divisent en trois catégories :

– coefficients détail-détail : d1
j1
d2
j2
,

– coefficients approximation-détail : a1
j1
d2
j2
et d1

j1
a2
j2
,

– coefficients approximation-approximation : a1
j1
a2
j2
.

Maintenant passons aux ondelettes homogènes qui sont plus adaptées pour étudier les
images. Pour les construire nous utilisons la multi-résolution séparable. Ainsi soit f une
fonction de L2

(
R2
)
alors son approximation à l’échelle 2j correspond à sa projection sur le
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sous-espace V 2
j = Vj ⊗ Vj . Pour accéder au détail de f à cette échelle, nous commençons

par définir l’espace de détail W 2
j tel que V 2

j−1 = V 2
j ⊕W 2

j . Cet espace admet comme base
une famille d’ondelettes obtenue par produits séparables de fonction de remise à l’échelle,
notée φ, et d’une ondelette 1D, notée ψ [Mallat 1999]. Nous avons alors trois cas de figure,
pour x = (x1, x2) dans R2 :

ψ1(x) = φ (x1)ψ (x2) , ψ2(x) = ψ (x1)φ (x2) , ψ3(x) = ψ (x1)ψ (x2) . (3.49)

Par suite pour tout k ∈ {1, 2, 3}, nous définissons :

ψkj,n(x) =
1

2j
ψk
(
x1 − 2jn1

2j
,
x2 − 2jn2

2j

)
, (3.50)

Et pour tout j dans Z, la famille d’ondelettes
{
ψ1
j,n, ψ

2
j,n, ψ

3
j,n

}
n∈Z2

est une base orthonormée

de W 2
j . Et la famille

{
ψ1
j,n, ψ

2
j,n, ψ

3
j,n

}
(j,n)∈Z×Z2

est une base orthonormée de L2
(
R2
)
.

Nous pouvons maintenant donner l’expression des coefficients d’approximation et de
détail comme suit :

aj+1 =
[
aj ∗ h̄h̄

]
↓2 ,

d1
j+1 =

[
aj ∗ h̄ḡ

]
↓2 ,

d2
j+1 =

[
aj ∗ ḡh̄

]
↓2 ,

d3
j+1 =

[
aj ∗ ḡḡ

]
↓2 ,

(3.51)

avec hg [x1, x2] = h [x1] g [x2]. En calculant ces coefficients, nous avons la DWT 2D.
De manière similaire, la transformée inverse est donnée récursivement avec l’équation :

aj =
[
aj+1

]
↑2 ∗ hh +

[
d1
j+1

]
↑2
∗ hg +

[
d2
j+1

]
↑2
∗ gh +

[
d3
j+1

]
↑2
∗ gg (3.52)

Pour les ondelettes bi-orthogonales 2D, deux ondelettes sont utilisées, une pour la synthèse
et une autre pour l’analyse, comme dans le cas 1D. Et la reconstruction exacte d’un signal
est garantie si le banc de filtre correspondant, noté

(
h̃, g̃

)
, vérifie les équations 3.45 et 3.46.

Notons qu’il est courant de représenter les coefficients des ondelettes sur un support de
taille identique à l’image auxquelles correspondent ces coefficients. En effet, il suffit de voir
que la famille d’ondelettes est une base de l’espace auquel appartient l’image. Cela permet
également de dire que cette transformée est non redondante.

3.5 Starlet

Même si les ondelettes introduites jusqu’à présent ont le mérite de donner une re-
construction exacte et une implémentation, elles possèdent tout de même un inconvénient
important : elles ne sont pas invariantes par translation. Or cette propriété est utile en trai-
tement d’image si par exemple nous souhaitons étudier ou modifier les propriétés d’un objet
dans l’image sans se préoccuper de sa position. Pour palier ce défaut, la transformée en
ondelettes redondante a été développée. La redondance correspond au fait que la famille
d’ondelettes est toujours génératrice de l’espace dans lequel est l’image mais n’est plus une
base de celui-ci. Cette relaxation montre son intérêt dans la conception des ondelettes qui
peuvent être choisies avec plus de flexibilité.
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3.5.1 Transformée en ondelette à trous

La différence majeure qui distingue la Transformée en Ondelette Non-décimées (Un-
decimated Wavelet Transform (UWT),en anglais) de la DWT est la délétion de l’étape de
décimation. En pratique, cette transformée est implémentée avec un algorithme à trous
[Holschneider et al. 1990 ; Shensa 1992] où les coefficients d’ondelette sont obtenus comme
suit :

aj+1[k ] = aj ∗ h̄(j)[k ] =
∑
l∈Z

h[l ]aj
[
l − 2jk

]
, (3.53)

dj+1[k ] = aj ∗ ḡ(j)[k ] =
∑
l∈Z

g[l ]aj
[
l − 2jk

]
. (3.54)

Dans le cas de la DWT, les filtres hj et g(j) sont obtenus en enlevant des composantes des
filtres de départ h et g. Par contre, dans le cas de la UWT, les filtres hj et g(j) sont obte-
nus rajoutant "des trous" qui correspondent exactement à 2j zéros entre les composantes
consécutives des filtres de départ. Pour donner un exemple, les filtres issus de h pour les
deux premières échelles s’écrivent :

h(1) = [. . . , h[−2], 0, h[−1], 0, h[0], 0, h[1], 0, h[2], . . . ] , (3.55)

h(1) = [. . . , h[−2], 0, 0, 0, h[−1], 0, 0, 0, h[0], 0, 0, 0, h[1], 0, 0, 0, h[2], . . . ] . (3.56)

Il a été montré dans Shensa 1992 que les coefficients calculés à la position 2jn utilisant la
transformée à trous correspondent toujours aux coefficients de la décomposition en DWT
originale. Le signal peut alors toujours être reconstruit à partir de ces coefficients en utilisant
le banc de filtres

(
h̃, g̃

)
avec la formule suivante : Une correspondance existe entre les

coefficients obtenus par la transformée à trous et les coefficients obtenus par DWT [Shensa
1992]. Nous déduisons alors que le banc de filtres

(
h̃, g̃

)
peut également être utilisé pour

reconstruire un signal à partir de ses coefficients de la transformée à trous comme suit :

aj [k ] = h̃(j) ∗ aj+1[k ] + g̃(j) ∗ dj+1[k ] . (3.57)

Dans le cas de la DWT, pour obtenir une reconstruction exacte, deux conditions doivent
être remplies par le banc de filtres. Avec la suppression de la décimation dans la UWT, le
banc de filtres

(
h, g, h̃, g̃

)
doit seulement remplir la condition suivante :

ĥ∗(ω)ˆ̃h(ω) + ĝ∗ ˆ̃g(ω) = 2 . (3.58)

La UWT 2D est déduite du cas 1D de manière analogue à l’extension de la DWT en
2D. Ainsi la UWT d’une image avec J échelles, contient J coefficients d’ondelette et une
approximation lisse. Pour chaque échelle, nous avons trois coefficients d’ondelette dont un
horizontal, un vertical et un diagonal. Comme chacun de ces coefficients a une taille égale
à celle de l’image alors la redondance de la UWT vaut 3J + 1.

3.5.2 Transformée en starlet

Dans le cas de l’astrophysique, les objets observés sont isotropes de premier abord.
Donc pour avoir une transformée en ondelette adaptée à ce problème, il faut que celle-ci
soit choisie isotrope. Grâce au formalisme de la UWT, il est possible de faire ce choix et c’est
de cet élan que la Transformée en Ondelette Non-décimée Isotrope (Isotropic Undecimated
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Wavelet Transform (IUWT)) [Starck et Murtagh 2006] a été développée. Cette transformée,
également appelée transformée en starlet, est adaptée aux images astrophysiques et possède
deux propriétés : la première est que les filtres h et g sont symétriques et la deuxième est
l’isotropie des fonctions de remise à l’échelle et de l’ondelette.

Pour la construction de la transformée en starlet, nous commençons tout d’abord par
considérer une fonction de remise à l’échelle φ qui soit isotrope puis nous définissons l’on-
delette comme étant la différence entre les approximations à deux échelles successives :

1

4
ψ

(
x1

2
,
x2

2

)
= φ (x1, x2)−

1

4
φ

(
x1

2
,
x2

2

)
. (3.59)

Ainsi l’isotropie de φ entraîne l’isotropie de ψ comme étant la combinaison linéaire de fonc-
tions isotropes.

Cette formule se répercute sur le couple de filtres (h, g) associés à la transformée
comme dans l’équation ci-dessous :

g[k, l ] = δ[k, l ]− h[k, l ] (3.60)

où δ est le symbole de Kronecker. Cette relation montre que la somme des coefficients
d’ondelette mène à une reconstruction exacte du signal avec :

a0[k, l ] = aJ [k, l ] +
J∑
j=1

dj [k, l ] . (3.61)

Plus généralement, pour tout filtre à Réponse Impulsionnelle Finie (Finite Impulse Response
filter (FIR)) h qui soit paire et symétrique, le banc de filtres associés donne une reconstruction
exacte du signal.

D’ailleurs, notons que la transformée en starlet est caractérisée par sa fonction de
remise à l’échelle seulement. La fonction de remise à l’échelle qui a été retenue pour cette
transformée est alors une fonction B-spline d’ordre 3. Ce choix a été effectué dans le but
d’avoir une transformée adaptée aux images en astrophysique. L’équation de la fonction de
remise à l’échelle s’écrit :

φ1D(x) =
1

12

(
|x − 2|3 − 4|x − 1|3 + 6|x |3 − 4|x + 1|3 + |x + 2|3

)
. (3.62)

La construction de la fonction de remise à l’échelle en dimension n, notée φnD, est obtenue
en effectuant un produit séparable de n facteurs égaux à la fonction de remise à l’échelle
φ1D. En particulier, dans le cas 2D, nous avons :

φ2D(x1, x2) = φ1D(x1)φ1D(x2) (3.63)

Une représentation de la fonction de remise à l’échelle et de l’ondelette dans le cas 1D
est donnée dans la figure 3.4. De plus, le fait que l’ondelette soit très régulière avec peu
d’oscillations et un support compact fait de la transformée en starlet un outil puissant pour
les tâches de restauration. Les filtres FIR associés h et g s’écrivent :

h1D[k ] =
1

16
[1, 4, 6, 4, 1] , (3.64)

h2D[k, l ] = h1D[k ]h1D[l ] , (3.65)

g2D[k, l ] = δ[k, l ]− h2D[k, l ] . (3.66)
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Figure 3.4 – Fonction de remise à l’échelle et l’ondelette de la transformée
en starlet 1D..

Concernant l’implémentation de cette transformée, elle est rapide du fait de la séparabilité de
la fonction de remise à l’échelle. Cela signifie que les convolutions 2D peuvent être effectuées
à l’aide de convolutions 1D consécutives tout au long des lignes et des colonnes.

Pour illustrer, une image et sa transformée en starlet sont données dans la figure 3.5.
Vu qu’il s’agit d’une transformée isotrope, à chaque échelle nous avons uniquement un seul
coefficient d’ondelette. Donc pour J échelles, nous avons J coefficients d’ondelette et un
coefficient d’approximation lisse. Nous déduisons alors que la redondance dans ce cas vaut
J + 1, ce qui faible en comparaison avec la UWT.

3.5.3 Deuxième Génération de Starlet

Pour l’instant, nous avons défini la transformée en startlet en recherchant des propriétés
portant uniquement sur la fonction de remise à l’échelle et l’ondelette dans l’étape d’analyse.
Mais à l’étape de synthèse, mise à part la garantie d’une reconstruction exacte, il n’y a pas
de propriété particulière qui a été recherchée. Or la qualité de la reconstruction dans le
cadre de traitement du signal est affectée par l’opérateur de synthèse. Ainsi pour des images
à valeurs positives comme c’est essentiellement le cas en astrophysique, il est préférable
d’avoir une reconstruction qui minimise les artefacts de réverbération sur les contours. Alors
dans ce cas, nous pouvons chercher des opérateurs pour la synthèse qui assurent que si les
coefficients d’ondelette sont positifs alors l’image reconstruite l’est aussi : c’est la propriété
de reconstruction positive.

Cette propriété a été greffée à la transformée en starlet pour donner la deuxième gé-
nération de Starlet [Starck, Fadili et Murtagh 2007]. Le banc de filtre

(
h, g, h̃, g̃

)
associé à

la deuxième génération s’exprime comme suit :

h[k, l ] = h1D[k ]h1D[l ] , (3.67)

g[k, l ] = δ[k, l ]− h ∗ h[k, l ] , (3.68)

h̃[k, l ] = h[k, l ] , (3.69)

g̃[k, l ] = δ[k, l ] (3.70)

où h est le même filtre utilisé dans le cas de la première génération d’ondelette. Par suite,
la deuxième génération de starlet telle que définie, donne une reconstruction exacte. Notons
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d’ailleurs que même si dans ce cas, le filtre d’analyse g demeure une ondelette en ayant une
moyenne nulle, le filtre de reconstruction g̃ n’est plus car il est positif.

3.6 Conclusion

Dans ce chapitre, nous avons commencé par introduire le concept de parcimonie et
insisté sur son utilité en tant que terme de régularisation pour la résolution de problèmes in-
verses. Nous nous sommes ensuite penchés sur la transformée en ondelettes en commençant
par leur base jusqu’à aboutir aux starlets. Ces dernières offrent une représentation parcimo-
nieuse adéquate aux images de galaxies en astrophysique. Dans le chapitre suivant, nous
introduisons des méthodes de déconvolution parcimonieuses utilisant cette dernière et nous
parlerons de la contrainte de forme, portant sur la restauration de la forme des galaxies,
altérée par la mesure.
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(a) Entrée (b) w1

(c) w2 (d) w3

(e) w4 (f) a4

Figure 3.5 – Tranformée en Starlet de l’image Ascent. Les images de (b) à
(e) représentent les coefficients d’ondelette wj pour une échelle croissante j

et (f) correspond à l’approximation lisse. Source de l’image : SciPy
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Chapitre 4

Reconstruction parcimonieuse et
contrainte de forme

Les ondelettes font partie de l’état de l’art pour la reconstruction et la compression de
données. L’utilisation des ondelettes sous-entend que les données sont parcimonieuses dans
l’espace des ondelettes. Ainsi dans ce chapitre, nous allons les utiliser dans un algorithme
de reconstruction parcimonieuse avec contrainte de forme : l’algorithme Shape COnstraint
REstoration (SCORE). Mais avant nous allons présenter les briques de base de ce dernier
qui sont la contrainte de forme que j’ai développée, et un algorithme de déconvolution
parcimonieuse.

4.1 Contrainte de forme

Dans plusieurs domaines de l’astrophysique, l’information sur la forme des galaxies est
importante mais les algorithmes de reconstruction d’image ne garantissent pas la préservation
de celle-ci. Dans ce chapitre nous présentons une contrainte qui permet d’avoir une garantie
sur la forme de la solution.

4.1.1 Nécessité de la forme en astrophysique

Dans les problèmes de reconstruction d’images, nous cherchons généralement la so-
lution qui minimise l’Erreur Quadratique Moyenne (EQM)(Mean Square Error (MSE), en
anglais). Même si cette erreur est standard, elle n’est pas le critère ciblé dans certains do-
maines d’application. Notamment, en astrophysique, la forme des galaxies est centrale dans
plusieurs objectifs scientifiques comme le lentillage gravitationnel faible (weak gravitational
lensing, en anglais) [Mandelbaum 2018] ou l’étude de la formation et de l’évolution des
galaxies [Rodríguez, Padilla et García Lambas 2016] (souvent cette information est encodée
par l’ellipticité). Néanmoins, il n’est pas de garantie que l’étape de déconvolution préserve
la forme des galaxies, surtout si celle-ci est non-linéaire. Pour cette raison, la déconvolu-
tion complète d’image de galaxie est rarement utilisée en pratique dans le cas d’étude du
lentillage gravitationnel faible. Au lieu de cela, l’effet de la FEP est corrigé soit en utili-
sant des méthodes basées sur les moments, telle que la méthode Kaiser-Squire-Broadhurst
(KSB) [Kaiser, Squires et Broadhurst 1995], soit basées sur l’ajustement de modèle en fai-
sant l’hypothèse que la galaxie a un certain profil analytique (comme par exemple, un cœur
gaussien ou un profil Sersic) [Miller et al. 2007]. Notons qu’aucune de ces méthodes ne
produit une image déconvoluée de la galaxie originale. Si ce profil est requis pour avancer
dans d’autres objectifs scientifiques, une déconvolution explicite est effectuée séparément et
l’image résultante ne possède pas l’ellipticité correcte. En radio interférométrie, la situation
est encore plus problématique vu que les données sont acquises dans l’espace de Fourier et
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que ces méthodes standards de mesure d’ellipticité requièrent la reconstruction de l’image
tout d’abord. Dans [Patel 2016 ; Patel et al. 2014], il a été montré que les méthodes stan-
dards de reconstruction d’image en radio interférométrie ne peuvent pas être utilisées afin
d’obtenir des mesures fiables, ce qui a poussé la communauté à développer des techniques
d’ajustement dans l’espace de Fourier [Rivi et al. 2016, 2019]. Puisque chaque composante
de Fourier contient de l’information de toutes les galaxies, cela demande alors l’ajustement
simultané de l’ellipticité de toutes les galaxies contenue dans l’image observée. Une telle
minimisation est plutôt complexe et nécessite l’utilisation de l’algorithme hamiltonien de
Monte-Carlo qui est coûteux en ressources de calcul. Une approche alternative et originale
est proposée dans [Kumar 2017 ; Shakibaei et Flusser 2014]. Celle-ci utilise la relation entre
les moments de l’image dégradée et les moments de l’image originale et ceux de la FEP.
La solution est ensuite obtenue en inversant l’équation des moments. Cependant, cette mé-
thode se base sur l’hypothèse que la FEP est une gaussienne elliptique, ce qui n’est pas le
cas en pratique, surtout dans le cas des FEP radiointerférométriques obtenues par synthèse
d’ouverture. Dans ce chapitre, nous présentons une nouvelle approche fondée sur l’ajout
d’une contrainte de forme qui ouvre la voie à des solutions hybrides utilisant les méthodes
standards de déconvolution avec régularisation et des apports de la méthode des moments
géométriques.

4.1.2 Développement de la contrainte de forme

La contrainte de forme a pour finalité de préserver l’ellipticité d’une galaxie en s’expri-
mant sur ses moments. Ainsi dans cette section, nous allons voir tout d’abord, ce qu’est
l’ellipticité d’une galaxie. Ensuite nous allons voir comment elle peut être estimée à partir des
moments de l’image. Enfin, nous construirons la contrainte en nous basant sur ces moments.

Ellipticité

La définition de l’ellipticité est triviale pour les objets ayant un profil lumineux avec des
lignes de niveaux elliptiques. Dans le but de généraliser cette définition aux objets ayant des
profils quelconques, les moments statistiques du profil lumineux (plutôt de l’image observée
en pratique) sont utilisés. Donc pour une image de galaxie, notée x ∈ Rn×n, nous définissons
l’ellipticité complexe e(x) = e1(x) + ie2(x), comme dans [Bartelmann et Schneider 2001],
par :

e1(x) =
µ2,0(x)− µ0,2(x)

µ2,0(x) + µ0,2(x)
et e2(x) =

2µ1,1(x)

µ2,0(x) + µ0,2(x)
, (4.1)

avec µs,t(x) les moments centrés. Dans le cas d’une image discrète contenant l’objet d’in-
térêt, un estimateur non-biaisé de ces quantités sont calculées comme suit :

µs,t(x) =
n∑
i=1

n∑
j=1

x [(i − 1)n + j ] (i − ic)s (j − jc)t , (4.2)

tel que

ic(x) =

∑n
i=1

∑n
j=1 i · x [(i − 1)n + j ]∑n

i=1

∑n
j=1 x [(i − 1)n + j ]

et jc(x) =

∑n
i=1

∑n
j=1 j · x [(i − 1)n + j ]∑n

i=1

∑n
j=1 x [(i − 1)n + j ]

(4.3)

sont les coordonnées du centroïde de x . Notons également que dans l’équation 4.2, i et j
correspondent respectivement à la ie ligne et je colonne de l’image de galaxie, x .
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L’ellipticité est une quantité extrêmement sensible au bruit. L’estimation en pratique de
l’ellipticité d’une galaxie est alors un problème mal-posé comme le montre la figure 4.1. Une
façon intuitive pour rendre l’estimation plus robuste, c.-à-d. réduire la sensibilité au bruit de
fond, se fait à travers l’utilisation d’une fonction fenêtre, notée g ∈ Rn×n. Typiquement, la
fenêtre choisie est une gaussienne 2D. La taille de la fonction fenêtre est soit fixée a priori,
ou ajustée sur y , l’image observée [Hirata et Seljak 2003]. Alors un estimateur plus robuste
de l’ellipticité à partir de l’image y , noté eint(y) = eint,1(y) + ieint,2(y) s’écrit :

eint(y) =
µ2,0(y � g)− µ0,2(y � g) + 2iµ1,1(y � g)

µ2,0(y � g) + µ0,2(y � g)
, (4.4)

Figure 4.1 – Les deux images binaires diffèrent uniquement d’un seul pixel,
encerclé en rouge en bas à droite de l’image droite. L’ellipticité mesurée,
en utilisant l’équation 4.1, vaut 0.0016 + i0.2196 pour l’image de gauche et
−0.0094 + i0.1916 pour l’image de droite. Cela correspond à une déviation

de 14%.

La méthode KSB, que ce soit l’originale [Kaiser, Squires et Broadhurst 1995] ou ses
améliorations [Viola, Melchior et Bartelmann 2011], repose sur un estimateur identique à
celui vu en équation (4.4). L’ellipticité d’une version pondérée de l’image observée est d’abord
calculée pour réduire les effets du bruit. Ensuite, les effets de la FEP sont corrigés dans
l’espace des moments. La clef de voûte de cette approche est d’approximer linéairement les
effets de la FEP, sous hypothèse que la FEP est légèrement anisotrope.

Des ellipticités aux produits scalaires

Idéalement, la contrainte de forme devrait avoir la forme d’un terme d’attache aux
données (voir partie 2.2.1) dans un espace qui correspond à celui de l’ellipticité. Cepen-
dant, l’ellipticité e(x) telle que définie dans l’équation 4.1 est une fonction non-linéaire de
l’image de galaxie, x . Nous la réexprimons alors comme combinaisons de quantités qui sont
linéaires vis-à-vis de x , ces quantités sont plus simples à manipuler mathématiquement. Dans
[Bernstein et Armstrong 2014a], il a été montré que l’ellipticité peut être réécrite comme
combinaison de produits scalaires. De manière analogue, nous dérivons dans l’appendice A,
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les formules suivantes :

e1(x) =
〈x, u3〉 〈x, u5〉 − 〈x, u1〉2 + 〈x, u2〉2

〈x, u3〉 〈x, u4〉 − 〈x, u1〉2 − 〈x, u2〉2
,

e2(x) =
2(〈x, u3〉 〈x, u6〉 − 〈x, u1〉 〈x, u2〉)
〈x, u3〉 〈x, u4〉 − 〈x, u1〉2 − 〈x, u2〉2

,

(4.5)

avec (uk)k∈{1,...,6} dans R6×n×n, définis pour tout i et j dans {1, . . . , n} dans

u1[(i − 1)n + j ] = (i), u2[(i − 1)n + j ] = (j),

u3[(i − 1)n + j ] = (1), u4[(i − 1)n + j ] = (i2 + j2),

u5[(i − 1)n + j ] = (i2 − j2), u6[(i − 1)n + j ] = (i j).

(4.6)

L’équation 4.5 montre que l’information de l’ellipticité est contenue dans un ensemble de six
produits scalaires. De plus, dans l’équation 4.6, nous pouvons voir que les (uk)k∈{1,...,6} sont
des vecteurs constants. Ce qui fait que les produits scalaires sont tous des fonctions linéaires
de x . Par conséquent, nous les choisissons comme briques de bases pour la contrainte de
forme, au lieu d’utiliser directement l’ellipticité (qui n’est pas une fonction linéaire de par
rapport à x). Ainsi, une formulation de la contrainte est :

M0(x) =
6∑
i=1

ωi 〈x ∗ h − y , ui〉2 , (4.7)

avec (ωi)i∈{1,...,6} des poids réels positifs.

Fenêtrage

Comme présenté dans la partie 4.1.2, les termes de la somme dans l’équation 4.7
sont extrêmement sensibles au bruit. Une manière naturelle d’augmenter la robustesse de
notre contrainte de forme serait, par analogie avec l’estimateur d’ellipticité dans l’équation
4.4, d’appliquer une fonction de pondération g. Cette option vient tout de même avec le
dilemme consistant de comment choisir correctement g. D’une part, une fonction de pon-
dération constante n’est pas suffisamment flexible et conduirait à de mauvaises estimations
d’ellipticités pour certaines galaxies observées. D’autre part, ajuster g sur y améliorerait la
flexibilité mais requiert une étape de prétraitement supplémentaire.

Une approche alternative est d’appliquer plusieurs fenêtres de différentes tailles et orien-
tations, de sorte qu’au moins l’une d’elles soit correctement ajustée à y . Pour trouver un tel
ensemble de fenêtres, nous avons considéré des décompositions de la famille des curvelets
[Starck, Candes et Donoho 2002 ; Starck, Murtagh et Fadili 2015] où toutes les bandes cor-
respondent à des fenêtres avec différentes orientations, et chaque échelle correspond à une
taille différente. Les shearlets sont particulièrement appropriées pour cette fin, comme nous
pouvons le voir dans la figure 4.2. Ce choix a également été motivé par les deux propriétés
suivantes des shearlets :

– anisotropie : l’ellipticité est, elle-même, une mesure d’anisotropie et l’utilisation des
shearlets qui est une transformation anistropique devrait permettre une meilleure
discrimination de ces objets suivant ce critère.

– conservation de la grille : Les opérations de redimensionnement et de cisaillement
qui font passer d’une bande de shearlets à une autre, conservent les points sur la
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éc
he

lle

cisaillement
Figure 4.2 – Représentation des bandes de shearlets à trois échelles.

grille, c.-à-d. que les différences entre les anciennes et les nouvelles coordonnées
sont entières. Cela offre ainsi une stabilité numérique.

Soit ψ =
(
ψj
)
j∈{1,...,J} l’opérateur de transformation en shearlet, avec J le nombre choisi de

composantes. Nous formulons alors la contrainte de forme comme suit :

M(x) =
6∑
i=1

J∑
j=1

ωi j
〈
ψj (x ∗ h)− ψj(y), ui

〉2
, (4.8)

où
(
ωi j
)
i∈{1,...,6}
j∈{1,...,J}

sont des réels positifs dont la valeur est déterminée dans la partie suivante.

L’utilisation des moments dans les espaces des ondelettes [Chen et Xie 2011 ; Farokhi et al.
2014] et des curvelets [Dhahbi, Barhoumi et Zagrouba 2015 ; Murtagh et Starck 2008] a
déjà été utilisée de manière similaire mais uniquement pour des fins de classifications.

4.1.3 Reformulation de la contrainte

Dans cette section nous effectuons une reformulation judicieuse de la contrainte de
forme qui permet de simplifier l’équation, optimiser une éventuelle implémentation et offrir
une interprétation élégante de l’ajout de la contrainte de forme à une fonction de coût.

Tout d’abord, en utilisant le fait que la transformée en shearlet est une opération
linéaire, nous pouvons commencer par réécrire l’équation 4.8 comme :

M(x) =
6∑
i=1

J∑
j=1

ωi j
〈
ψj (x ∗ h − y) , ui

〉2
, (4.9)

Ensuite en appliquant la définition de l’opérateur adjoint, noté ψ∗, nous obtenons :

M(x) =
6∑
i=1

J∑
j=1

ωi j
〈
x ∗ h − y , ψ∗j (ui)

〉2
, (4.10)

En pratique, pour implémenter la contrainte de forme en elle-même, l’équation 4.10 est
plus optimale que l’équation 4.8. Effectivement pour calculer les entrées du produit scalaire,
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nous effectuons une seule transformation au lieu de deux. De plus, dans un schéma itératif,
toujours concernant les entrées du produit scalaire, le fait d’appliquer une transformation
sur ui qui est constante, à la place de x ∗ h − y qui est variable, permet d’appliquer une
seule transformation lors de l’étape d’initialisation et d’utiliser la constante ψ∗ (ui) au lieu
de calculer ψ(x ∗ h)− ψ(y) à chaque itération.

Pour aller plus loin, reprenons la définition du produit scalaire dans le cas de deux
vecteurs, u et v :

〈u, v〉 = u> · v , (4.11)

Ainsi M(x) s’exprime :

M(x) =
∑
i ,j

ωi j
〈
x ∗ h − y , ψ∗j (ui)

〉2
, (4.12)

=
∑
i ,j

ωi j

([
ψ∗j (ui)

]>
[x ∗ h − y ]

)> ([
ψ∗j (ui)

]>
[x ∗ h − y ]

)
, (4.13)

= (x ∗ h − y)>
∑
i ,j

ωi jψ
∗
j (ui)

[
ψ∗j (ui)

]>
(x ∗ h − y) (4.14)

= (x ∗ h − y)>
∑
i ,j

Qi j (x ∗ h − y) (4.15)

= (x ∗ h − y)>Q (x ∗ h − y) , (4.16)

avec

Q =
∑
i ,j

Qi j et Qi ,j = ωi jψ
∗
j (ui)

[
ψ∗j (ui)

]>
,∀(i , j) ∈ {1, . . . , 6} × {1, . . . , J}

Par construction, Q est une matrice symétrique semi-définie positive. Sans perte de généra-
lité, considérons maintenant l’ajout de la contrainte de forme à une fonction de coût L, en
nous intéressant uniquement à la somme du terme d’attache aux données et de la contrainte
de forme pondérée par le réel positif γ :

L(x) = ‖x ∗ h − y‖2
2 + γM(x) (4.17)

= (x ∗ h − y)> In2 (x ∗ h − y) + γ (x ∗ h − y)>Q (x ∗ h − y) (4.18)

= (x ∗ h − y)> S (x ∗ h − y) , (4.19)

avec S = In2 + γQ donc S est une matrice symétrique définie positive. J’ai ainsi pu définir
la norme repondérée par celle-ci et nous avons :

L(x) = ‖x ∗ h − y‖2
S (4.20)

L’ajout de la contrainte de forme au terme d’attache aux données est équivalent alors à
une modification de la norme dans le terme d’attache aux données. Nous pouvons ainsi
l’interpréter comme une extension de ce terme pour tenir compte de l’espace des produits
scalaires qui devrait garantir la forme de la galaxie lors de la reconstruction. Ainsi nous
pouvons ajouter la contrainte de forme dans un problème d’optimisation avec une fonction
de coût. Mais afin que celle-ci soit utilisée dans un algorithme de reconstruction, il est aussi
utile d’exprimer deux de ces propriétés : son gradient ∇L(x) et la constante de Lipschitz,
notée α de celui-ci. Ces deux quantités sont directement déduites à partir de l’équation 4.19
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et s’expriment comme suit :

∇L(x) = 2hπ ∗ S (x ∗ h − y) (4.21)

et
α = ρ (2hπ ∗ h ∗ S) , (4.22)

Avec hπ le centro-symétrique de h et ρ la norme spectrale.
Pour déterminer la valeur des pondérations

(
ωi j
)
i∈{1,...,6}
j∈{1,...,J}

, nous imposons que la contrainte

de forme et le terme d’attache aux données non pondéré aient la même influence lorsque
γ est égal à 1. De plus, sans a priori additionnel lié au problème, nous imposons également
que les composantes de Q aient la même influence l’une vis-à-vis de l’autre. Sans garantie
d’orthogonalité, nous écrivons alors les deux conditions comme suit :

‖In‖F =
6∑
i=1

J∑
j=1

‖Qi j‖F ,

‖Qi j‖F = ‖Qkl‖F , ∀i , k ∈ {1, . . . , 6} , ∀j, l ∈ {1, . . . , J} .
(4.23)

La résolution du système obtenu donne alors les valeurs suivantes aux pondérations :

ωi j =
n∥∥∥ψ∗j (ui)

∥∥∥2

2

, ∀i ∈ {1, . . . , 6} , ∀j ∈ {1, . . . , J}. (4.24)

Notons alors que la pondération obtenue permet de rendre la contrainte de forme invariante
par rapport au nombre de pixels n dans l’image puisque celui est pris en compte dans la
pondération. Ainsi le seul paramètre libre dans la contrainte de forme est γ.

Finalement, nous avons construit une contrainte préservant la forme pour être utilisée
dans un algorithme de reconstruction.

4.2 Algorithme SCORE

En traitement du signal, la déconvolution est un problème inverse mal posé et en
particulier mal conditionné. Ainsi en appliquant un algorithme de descente de gradient sans
régularisation sur une image convoluée et bruitée, la reconstruction oscille dans les itérations
avancées, principalement à cause des hautes fréquences dégradées par le bruit. Ainsi pour
obtenir des solutions plus stables, une façon de faire est de rajouter des a priori sous forme
de contraintes pour régulariser le problème. Dans la suite nous introduisons un algorithme
de restauration parcimonieuse dans un premier temps pour ensuite l’utiliser pour construire
l’algorithme SCORE en y ajoutant la contrainte de forme.

4.2.1 Déconvolution parcimonieuse

L’efficacité de la régularisation parcimonieuse dans les techniques de débruitage a déjà
été montrée (voir par exemple dans [Donoho et al. 1995 ; Farrens, Ngolè Mboula et Starck
2017 ; Starck, Murtagh et Fadili 2015]). De plus, dans le cas d’image astrophysique, les pixels
correspondent à l’intensité d’un profil de brillance, cela veut dire que les pixels doivent être
à valeurs positives. En ajoutant une contrainte de positivité, nous obtenons des résultats
satisfaisants vis-à-vis de l’erreur pixellique [Farrens, Ngolè Mboula et Starck 2017]. Pour
utiliser adéquatement la parcimonie, il faut trouver une représentation parcimonieuse du
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signal considéré. Dans le cas des images de galaxies en astrophysique, il a été montré dans
[Starck, Murtagh et Fadili 2015] que la transformée en starlet offre une représentation
parcimonieuse.

En astrophysique, que ce soit en imagerie optique ou imagerie radio, la restauration des
images de galaxies correspond dans les deux cas à un problème de déconvolution comme
le montrent les équations 1.1 et 1.26. Comme les deux problèmes sont modélisés par les
mêmes opérations, nous les reformulons en notant l’image acquise par y dans Rn, le noyau
de convolution par h dans Rn, et le bruit additif par n dans Rn :

y = xT ∗ h + b (4.25)

avec xT dans Rn l’image vérité-terrain. Notons que dans le cas optique, le bruit est un
bruit de Poisson lié au comptage des photons venant du fond de l’espace et dans le cas
radio, le bruit est modélisé par un bruit blanc gaussien masqué dans l’espace de Fourier, ce
qui est équivalent à un bruit coloré gaussien dans l’espace direct. Donc dans la suite, nous
allons supposer que b est un bruit gaussien avec une variance Σ dans Rn×n. Pour l’imagerie
optique, cette approximation est satisfaisante comme le garantit le théorème central limite
en probabilité.

Nous pouvons maintenant définir la fonction de coût L0 que l’Algorithme de Restaura-
tion Parcimonieuse (Sparse Restoration Algorithm (SRA), en anglais) minimise :

L0(x) =

:=L0d (x), différentiable︷ ︸︸ ︷
1

2
‖x ∗ h − y‖2

2︸ ︷︷ ︸
attache aux données

+

:=L0p(x), non-différentiable︷ ︸︸ ︷
‖λ0 � φ(x)‖1︸ ︷︷ ︸

parcimonie

+ ι+(x)︸ ︷︷ ︸
positivité

, (4.26)

avec ‖ · ‖1 la norme `1, φ = {φi}i∈{1,...,I} l’opérateur de transformée en starlet tel que I le
nombre de composantes choisi, λ0 la matrice de pondération à coefficients positifs et i+ la
fonction indicatrice de Moreau sur l’ensemble des vecteurs dans Rn à coefficients positifs tel
que :

ι+(x) =

{
0 si x ∈ Rn+
+∞ sinon.

(4.27)

Nous notons alors L0d la partie différentiable de la fonction de coût. Cette partie est égale
au terme d’attache aux données. Et nous notons L0p la partie non-différentiable qui est
égale à la somme des termes de parcimonie et de positivité. La norme `1 est utilisée pour la
parcimonie au lieu de la norme `0 parce que la première est convexe et satisfait les conditions
de convergence de l’algorithme FBS.

Nous pouvons maintenant commencer à donner les propriétés de L0 qui sont utiles pour
la construction de l’algorithme. Ainsi le gradient de sa partie différentiable s’écrit :

∇L0d(x) = hπ ∗ (x ∗ h − y) . (4.28)

avec hπ le centro-symétrique de h. La constante de Lipschitz du gradient, notée α0, est
calculée à partir de sa définition telle que :

α0 = ρ (hπ ∗ h ∗ In2 ) , (4.29)

avec ρ l’opérateur de la norme spectrale. La matrice de pondération λ0 est choisie de sorte
à ce qu’elle soit proportionnelle à la carte de bruit de φ∇L0d (xT ) [Starck, Murtagh et Fadili
2015]. Pour la calculer commençons par remarquer que pour x = xT , nous avons x ∗ h − y
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égale à −b qui est également un bruit gaussien de variance Σ. Par conséquent :

∀i ∈ {1, . . . , I}, φi ∗ ∇L0d (xT ) = −φi ∗ hπ ∗ b . (4.30)

Il en découle que φ∇L0d (xT ) est un bruit gaussien coloré de variance Σ0 égale à :

Σ0 =
{

(φi ∗ hπ ∗ In2 ) Σ (φi ∗ hπ ∗ In2 )>
}
i∈{1,...,I}︸ ︷︷ ︸

:=(Σ0i )i∈{1,...,I}

. (4.31)

Nous pouvons alors exprimer λ0 en prenant la diagonale des {Σ0}i∈{1,...,I} correspondant à
la carte de bruit de φi ∗ ∇L0d (xT ) :

λ0 = {κ[i ] · diag (Σ0i)}i∈{1,...,I} (4.32)

avec κ un vecteur dans RI de la forme (0, q, . . . , q, q + 1), en supposant que les composantes
de φ sont rangées par ordre croissant en allant de l’échelle grossière φ1 à l’échelle la plus
fine φI . Dans le cadre de notre travail, nous avons choisi q = 4.

De plus, notons que dans le cas où b est un bruit blanc gaussien de variance σ2In,
l’expression de λ0 se simplifie et devient :

λ0 = σ2
{
κ[i ] · ‖φi ∗ hπ‖2

2 1n2

}
i∈{1,...,I}

. (4.33)

Finalement, nous allons donner une approximation de l’opérateur proximal de L0p, la par-
tie non-différentiable de la fonction de coût. Pour ce faire, nous commençons par donner
l’expression exacte des opérateurs proximaux de la fonction indicatrice ι+ et de la norme `1

repondérée, ‖λ� ·‖1 avec λ ∈ R(I+1)×n×n
+ :

proxι+ (x) := (x)+ = {max (x [k ], 0)}k∈{1,...,n2} (4.34)

et
prox‖λ�·‖1

(x) = STλ(x) , (4.35)

où STλ est l’opérateur de seuillage doux (Soft Thresholding, en anglais) défini pour tout k
dans

{
1, . . . , (I + 1)n2

}
comme :

STλ(x)[k ] =

{
x [k ]− sgn (x [k ])λ[k ] si |x [k ]| ≥ |λ[k ]|
0 sinon.

(4.36)

Néanmoins en pratique, l’opérateur de seuillage dur, HTλ est utilisé au lieu de l’opérateur
de seuillage doux puisqu’il a été montré que son utilisation mène à un biais plus faible dans
l’image restaurée [Blumensath et Davies 2009 ; Starck 2002]. L’expression de l’opérateur de
seuillage dur est donnée par l’équation 3.3.

Maintenant nous pouvons définir l’approximation, pλ0
, de l’opérateur proximal de L0p,

noté proxL0p
:

pλ0
(x) =

[
φ̃ (HTλ0

[φ(x)])
]

+
, (4.37)

avec φ̃ l’opérateur de reconstruction des starlets. Nous utilisons cette approximation dans
l’algorithme SRA. Et il s’agit d’une approximation pour deux raisons. La première est que
nous avons utilisé φ̃ au lieu de φ> or la starlet est une transformée redondante donc non-
orthogonale ce qui veut dire que φ̃ 6= φ> (et φ̃ n’est pas unique). La deuxième est le fait
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de supposer que l’opérateur proximal de la somme est égal à la composition des opérateurs
proximaux, ce qui n’est pas vrai en général.

L’implémentation de SRA que nous avons effectuée est celle d’un algorithme de gra-
dient proximal appartenant à la famille des algorithmes proximaux [Starck, Murtagh et Fadili
2015]. Nous obtenons alors l’algorithme 4.1. Mais il faut encore définir le critère d’arrêt A,
l’initialisation t dans Rn×n, αε et λ̂0 sont les estimations respectives de α0 et λ0.

Algorithme 4.1 Sparse Restoration Algorithm (SRA)

tâche : reconstruire xT à partir de y et h.
paramètres : ε > 0, A booléen.
initialisation : x (0) ← t, β ← α−1

ε ,i ← 0.
tant que non(A) faire

x (i+1) ← pβλ̂
[
x (i) − β∇L0d

(
x (i)

)]
i ← i + 1

fin tant que
renvoyer : x (i)

Nous calculons αε en utilisant la méthode de la puissance itérée pour obtenir une valeur
que nous multiplions ensuite par (1+ε) pour avoir une estimation de α0 qui lui soit supérieure
pour que l’algorithme ne diverge pas. Dans notre travail, nous avons choisi ε = 5.10−2. Pour
calculer λ̂0, nous utilisons la formule dans l’équation 4.32 mais il est également intéressant
de noter que nous pouvons directement estimer la carte de bruit en utilisant la méthode de
la valeur absolue des écarts (Mean Absolute Deviation (MAD), en anglais). Et l’initialisation
t est réglée à 1

n21n2 . Pour le critère d’arrêt, nous considérons deux cas :
– débruitage (h = δ) : dans ce cas, le problème est bien conditionné alors nous nous
contentons de définir A comme l’assertion "i ≤ Ni" avec Ni le nombre d’itérations.
Pour notre travail, nous avons réglé Ni à 40.

– cas général : dans ce cas, le problème est mal conditionné, ce qui nous pousse à
définir comme la conjonction de "i ≤ Ni" et :∣∣∣∣∣∣

[
L
(
x (i)

)
+ L

(
x (i−1)

)]
−
[
L
(
x (i−2)

)
+ L

(
x (i−3)

)]
L
(
x (i−2)

)
+ L

(
x (i−3)

)
∣∣∣∣∣∣ ≤ c . (4.38)

Pour notre travail, nous avons réglé Ni à 150 et c à 10−6, ces valeurs ont été
déterminées empiriquement en considérant un sous-ensemble du jeu de données
COSMOS paramétrique.

Maintenant nous avons construit l’algorithme SRA qui permet de reconstruire les images
avec une erreur pixellique faible mais sans garantie sur la préservation de la forme. Pour cela
dans la section suivante nous le modifions en y ajoutant la contrainte de forme pour obtenir
l’algorithme SCORE.

4.2.2 SCORE

Pour commencer à construire l’algorithme SCORE, commençons par formuler sa fonc-
tion de coût, notée L, en reprenant la fonction de coût L0 de SRA à l’équation 4.26 et
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ajoutons-y la contrainte de forme à l’équation 4.10 :

L(x) =

:=Ld (x), différentiable︷ ︸︸ ︷
1

2
‖x ∗ h − y‖2

2 +
γ

2
M(x)︸ ︷︷ ︸

contrainte de forme

+

:=Lp(x), non-différentiable︷ ︸︸ ︷
‖λ� φ(x)‖1 + ι+(x) , (4.39)

Nous construisons alors SCORE par analogie avec SRA. Nous avons déjà calculé le gradient
de la partie différentiable de la fonction de coût Ld qui correspond à l’équation 4.21 et la
constante de Lipschitz du gradient, notée α, dans l’équation 4.22. Il reste alors à déterminer
la carte de bruit de φ∇Ld (xT ), nous avons alors :

φi ∗ ∇Ld (xT ) = −φ ∗ hπ ∗ Sb ,∀i ∈ {1, . . . , I}. (4.40)

Alors φLd (xT ) est un bruit coloré gaussien de variance ΣM égale à :

ΣM =
{

(φi ∗ hπ ∗ S) Σ (φi ∗ hπ ∗ S)>
}
i∈{1,...,I}︸ ︷︷ ︸

:=(ΣMi )i∈{1,...,I}

. (4.41)

Dans ce cas, la carte de bruit correspond à la diagonale des matrices de ΣM et λ est alors
exprimée comme :

λ = [κ[i ] · diag (ΣMi)]i∈{1,...,I} (4.42)

Comme la partie non différentiable de la fonction de coût est la même que celle de la fonction
de coût de SRA, son opérateur proximal et son approximation restent les mêmes. Nous
implémentons alors SCORE avec l’algorithme 4.2. Il nous reste encore à déterminer le critère
d’arrêt A, l’initialisation t dans Rn×n et αε et λ̂ qui sont respectivement les estimations de α
et λ. Identiquement à l’implémentation de l’algorithme SRA, nous calculons αε en utilisant

Algorithme 4.2 Shape COnstraint REstoration (SCORE)

tâche : Reconstruire xT à partir de y et h.
paramètres : γ, ε > 0, A booléen,i ← 0.
initialisation : x (0) ← t, β ← α−1

ε

tant que not(A) faire
x (i+1) ← pβλ̂

[
x (i) − β∇Ld

(
x (i)

)]
i ← i + 1

fin tant que
renvoyer : x (i)

la méthode de la puissance itérée dont la sortie est multipliée par (1 + ε) pour garantir que
l’estimation est supérieure à α afin que l’algorithme ne diverge pas. Dans notre cadre de
travail, nous avons choisi ε = 5.10−2. Pour les autres variables, nous considérons à nouveau
les deux cas :

– débruitage (h = δ) : dans ce cas, le problème est bien conditionné alors nous nous
contentons de définir A comme l’assertion "i ≤ Ni" avec Ni le nombre d’itérations.
Pour notre travail, nous avons réglé Ni à 40. Et l’initialisation t est égale à la
sortie de l’agorithme SRA. Finalement, nous calculons λ̂ en utilisant directement la
formule dans l’équation 4.42.
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– cas général : dans ce cas, le problème est mal conditionné, ce qui nous pousse à
définir comme la conjonction de "i ≤ Ni" et :∣∣∣∣∣∣

[
L
(
x (i)

)
+ L

(
x (i−1)

)]
−
[
L
(
x (i−2)

)
+ L

(
x (i−3)

)]
L
(
x (i−2)

)
+ L

(
x (i−3)

)
∣∣∣∣∣∣ ≤ c . (4.43)

Pour calculer λ̂, nous générons g carte de bruit de gaussien de variance Σ que
nous propageons ensuite sur φ∇Ld et estimons ensuite la carte de bruit résultante.
L’initialisation t est une constante égale à l’inverse du nombre de pixels dans l’image.
Pour notre travail, nous avons réglé Ni à 150, c à 10−6 et g à 100.

Nous avons également ajouté une étape de post-traitement optionnelle à SCORE pour
le cas où les images à reconstruire possèdent un seul objet tels que son support est connexe.
Cette étape consiste alors à supprimer tous les autres pixels qui ne sont pas connectés à
l’objet. Pour ce faire, nous créons un masque binaire qui correspond au seuillage de l’image
de sortie par le 80e centile de l’image de sortie. Nous obtenons alors les régions connectées
auxquelles nous enlevons la région correspondant à l’objet d’intérêt et nous appliquons en-
suite le négatif de ce masque pour masquer les pixels qui ne sont pas connectés à l’objet
d’intérêt.

Au final nous avons construit l’agorithme SCORE que nous pouvons comparer ensuite
à l’algorithme SRA pour mieux cerner l’effet de l’ajout de la contrainte de forme.

4.3 Expériences numériques

Dans cette section, nous effectuons des expériences numériques sur le jeu de données
paramétrique présenté dans la sous-section 1.1.3. Nous commençons tout d’abord par décrire
les détails de l’implémentation pour ensuite parler des résultats obtenus en débruitrage et
en déconvolution.

4.3.1 Implémentation

L’implémentation a été effectuée en utilisant Python 3.6.8, ModOpt 1.3.0 1, Alpha-
Transform 2 et Matplotlib [Hunter 2007]. Dans un esprit de recherche répétable et repro-
ductible, tous les codes et les résultats obtenus sont publiquement disponibles sur GitHub
avec le lien suivant : https://github.com/CosmoStat/score.

De plus, pour déterminer la valeur du scalaire γ utilisé pour la pondération de la
contrainte de forme dans l’équation 4.39, nous avons effectué une recherche linéaire (line
search) en deux étapes pour trouver γ∗ qui minimise le critère δe suivant un niveau de RSB.
La première étape consiste à rechercher l’ordre de grandeur optimal et la deuxième consiste
à rechercher la valeur optimale dans l’ordre de grandeur trouvé. Nous définissons alors δe
comme suit :

γ∗ = argmin
γ

δe(γ) , (4.44)

avec δe l’erreur moyenne de la MSE de l’ellipticité sur l’ensemble des images :

δe(γ) = mean
1≤i≤300

[
MSE

(
e
(
x̂γ,i
))]
, (4.45)

1. https://github.com/CEA-COSMIC/ModOpt
2. https://github.com/dedale-fet/alpha-transform

https://github.com/CosmoStat/score
https://github.com/CEA-COSMIC/ModOpt
https://github.com/dedale-fet/alpha-transform
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tel que mean
i∈K

(ui) est la moyenne des éléments {ui}i∈K et x̂γ,i est la reconstruction obtenue

par SCORE pour la ie image avec une pondération de γ. Nous obtenons alors les valeurs
de γ∗ par niveau de RSB comme montré dans le tableau 4.1. Nous remarquons alors que la
valeur de γast est proche de 1 dans tous les cas considérés.

RSB Débruitage Déconvolution

40 1.2 1.2

75 0.8 1.6

150 1.0 1.2

380 0.8 0.6

Table 4.1 – Valeurs de γ∗ obtenues par niveau de RSB sur le catalogue
COSMOS paramétrique.

4.3.2 Résultats

Vu que le cas particulier de débruitage correspond à un problème dont le condition-
nement est meilleur que dans le cas général de déconvolution, nous avons effectué des
expériences pour chacun de ces cas.

D’une part, en débruitage, le noyau de convolution se réduit à une fonction de Dirac,
h = δ, dans ce cas le problème se simplifie en :

y = xT + b . (4.46)

Qualitativement, dans la ligne du haut de la figure 4.3 montre un exemple d’une image de
galaxie vérité terrain et son observation bruitée, la ligne du centre montre les images débrui-
tées par SCORE et SRA et la ligne du bas montre les images résiduelles correspondantes.
Quantitativement, la figure 4.4 montre les erreurs pixellique et de forme en fonction du RSB.
Nous pouvons remarquer que SCORE conduit à une légère augmentation de l’erreur pixel-
lique comparé à SRA. Cet effet n’est pas inattendu puisque le terme d’attache aux données
du dernier s’exprime intégralement dans l’espace des pixels tandis que celui de SCORE est
partagé avec l’espace des produits scalaires correspondant à la contrainte de forme comme
soulevé dans la section 4.1.3. Par contre, en passant de SRA à SCORE, l’erreur d’ellipti-
cité est significativement réduite, d’un facteur de 2 environ. Ainsi dans ce cas, l’ajout de la
contrainte de forme crée un compromis entre l’erreur pixellique et l’erreur sur la forme.

D’autre part, en déconvolution, nous montrons également les performances qualitatives
en prenant l’exemple d’une galaxie dans la figure 4.5 pour montrer les reconstructions avec les
deux approches et les résidus correspondants. Également, dans la figure 4.6, nous montrons
la distribution des erreurs pixellique et d’ellipticité suivant le RSB.

Toujours en déconvolution, nous remarquons que les performances de SCORE sont
meilleures que celles de SRA pour les deux erreurs pixellique et de forme. En effet, la MSE
obtenue par SCORE est plus que celle de SRA d’au moins 16% et d’au plus 36,3%. L’exemple
dans la figure 4.5 montre que la reconstruction donnée par SCORE est plus lisse, avec une
meilleure reconstruction de la queue de la galaxie en comparaison avec SRA. De plus, ces
constats sont corroborés par les résidus puisque dans le cas de SCORE, nous pouvons voir
que la région correspondant au centre de l’objet a une intensité plus faible en comparaison
avec SRA.
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En termes de pixels, nous observons des tendances différentes entre le cas de débruitage
et celui de déconvolution. Nous suspectons que cela soit dû à la différence de conditionne-
ment des deux problèmes. Effectivement, comme mentionné précédemment, le problème de
déconvolution est plus mal conditionné que le cas plus simple de débruitage. Par conséquent,
l’espace des solutions est plus large donc il est plus probable dans ce cas que l’ajout d’une
contrainte rapproche la solution trouvée de la vérité terrain.

En termes d’ellipticité, non seulement l’erreur d’ellipticité δe de SCORE est plus faible
que celle de SRA mais il semblerait également que l’ellipticité mesurée sur les reconstructions
de SCORE soit moins biaisée et plus consistante suivant les barres d’erreur. Dans le cas du
débruitage, l’erreur est plus faible de 44,1% au moins et de 70,3% au plus et dans le cas de
la déconvolution de 49,5% au moins et 62,3% au plus. Les figures 4.3 et 4.6 montrent que
le profil de la galaxie et sa forme sont mieux conservés avec SCORE en comparaison avec
SRA.

4.3.3 Conclusion

Au final, nous avons proposé un nouveau terme de régularisation fondé sur les moments
géométriques d’ordre 2 afin de mieux préserver la forme des galaxies durant l’étape de restau-
ration. Nous avons montré que notre contrainte de forme est peut-être facilement intégrée
à un algorithme de restauration parcimonieuse, menant à la nouvelle méthode SCORE. Pour
le débruitage, en comparaison avec la reconstruction parcimonieuse, nous avons montré que
l’ajout de la contrainte de forme mène à un compromis entre l’erreur pixellique et l’erreur
sur la forme de la galaxie où la dernière est réduite par au moins 44,1%, tandis que l’erreur
pixellique augmente d’au plus 28,5%. Pour la déconvolution, les deux erreurs baissent, par
au moins 49,5% pour l’erreur d’ellipticité et 16,9% pour l’erreur pixellique. Nous pensons
que la différence de tendance entre les cas de débruitage et de déconvolution est due au fait
que l’espace des solutions potentielles est plus large dans le cas de la déconvolution alors le
terme de régularisation de forme ajouté aide à mieux contraindre le problème inverse.

De plus, SCORE contient uniquement un seul paramètre libre qui n’est autre que la
pondération entre le terme d’attache aux données et la contrainte de forme, γ.

Dans ce travail, nous avons utilisé un algorithme de déconvolution parcimonieuse fondé
sur la descente de gradient proximal pour sa simplicité mais il est possible d’utiliser des
algorithmes plus récents et plus élaborés comme Condat-Vu [Condat 2013 ; Vũ 2013]. La
contrainte de forme peut également être utilisée dans d’autres techniques de déconvolution
existantes comme la méthode de minimisation de la variation totale [Weiss, Blanc-Féraud et
Aubert 2009] ou d’apprentissage profond [Jeffrey et al. 2020 ; Ramzi et al. 2021b ; Sureau,
Lechat et Starck 2020]. Finalement, la contrainte de forme peut aussi être améliorée en
utilisant des moments d’ordre supérieur mais également de différents espaces [Flusser, Suk
et Zitova 2016 ; Kostková et al. 2019 ; Shakibaei et Flusser 2014 ; Wojak, Angelini et Bloch
2010].

Dans le chapitre suivant, nous comparons SRA et SCORE à des méthodes d’appren-
tissage profond.
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Figure 4.3 – Résultats de débruitage de la galaxie #38 pour un RSB de
75. Haut : image vérité terrain et image observée (image bruitée). Centre :
images débruitées avec SCORE et SRA. Bas : images résiduelles avec SCORE

et SRA.
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Figure 4.4 – Gauche : la MSE relative des galaxies par niveau de RSB pour
l’expérience de débruitage. Droite : l’erreur d’ellipticité δe par niveau de RSB.
Dans les deux cas, les courbes correspondent à la moyenne par SNR et les

barres verticales à l’écart-type.
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Figure 4.5 – Résultats de déconvolution de la galaxie #16 pour un RSB à
75. Haut : image vérité terrain et image observée (image floutée et bruitée).
Centre : images déconvoluées avec SCORE et SRA. Bas : images résiduelles

avec SCORE et SRA, utilisant la même barre de couleur.
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Figure 4.6 – Idem que la figure 4.4, pour l’expérience de déconvolution.
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Chapitre 5

Reconstruction avec Apprentissage
Profond

Dans ce chapitre nous introduisons l’apprentissage machine pour détailler ensuite l’ap-
prentissage profond représentant tous deux un enjeu majeur du traitement du signal moderne.
Nous étudions ensuite des méthodes de reconstruction basées sur cet apprentissage profond.

5.1 Apprentissage Machine

L’Intelligence Artificielle (IA) a été définie par Alan Turing comme la capacité d’une
machine à réfléchir par elle-même [Turing 1950]. Il existe deux approches pour cette fin,
la première consiste à développer un outil capable de produire de nouvelles informations
en utilisant un moteur d’inférence avec une base de règles et une base de faits, il s’agit
d’un système expert comme DENDRAL [Lindsay et al. 1993]. Cette approche nécessite
qu’un opérateur humain développe le système en recouvrant à l’avance tous les cas de figure
possibles et qu’il puisse être capable d’expliquer sous forme de code la tâche à effectuer. Ainsi
un système expert est adapté aux problèmes ayant un environnement contrôlé où les tâches
sont simples à écrire formellement. Par exemple, pour calculer les impôts d’un ménage,
un système expert est une solution efficace au problème. Par contre, pour reconnaître une
galaxie dans une image, il faut qu’un opérateur humain puisse définir formellement une
galaxie et donner explicitement les étapes nécessaires pour reconnaître la galaxie quelque
soit sa forme, son orientation, sa taille et sa position dans l’image.

La deuxième approche en IA est plus inspirée du biomimétisme et vise à recopier
la faculté du vivant à apprendre et généraliser à partir d’un ensemble d’exemples : c’est
l’apprentissage machine (Machine Learning (ML), en anglais). Cette approche ne requiert
pas d’expertise humaine, ni une explication formelle sur le déroulement de la tâche. De plus,
elle permet de manipuler des données massives (Big Data, en anglais) et d’automatiquement
personnaliser la solution si nécessaire. L’apprentissage machine consiste à apprendre à un
algorithme à effectuer une tâche donnée suite à une étape d’entraînement sur des exemples.
Il existe différentes façons d’effectuer l’entraînement, divisées en trois branches majeures :

– apprentissage supervisé : dans ce cas les exemples correspondent chacun à une en-
trée et une sortie attendue. L’algorithme contient des paramètres qui sont ajustés
durant la phase d’entraînement grâce à la minimisation d’une fonction de coût qui
pénalise l’erreur entre la sortie de l’algorithme et la sortie attendue. Les tâches ap-
prises avec l’apprentissage supervisé sont notamment la classification, la régression
et aussi la prédiction avec les séries temporelles. Parmi les méthodes basées sur cet
apprentissage citons les réseaux de neurones artificiels [Basheer et Hajmeer 2001],
les forêts aléatoires [Breiman 2001], les machines à support de vecteur (Support
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Vector Machine (SVM), en anglais) [Hearst et al. 1998] et la programmation logique
inductive [Muggleton 1991 ; Plotkin 1971].

– apprentissage non-supervisé : dans ce cas les exemples correspondent uniquement
aux entrées de l’algorithme. Le but est de pouvoir organiser les données et capturer
leur structure. Généralement, l’algorithme minimise une fonction de coût qui pé-
nalise la distance entre les données qui ont des composantes similaires. Les tâches
apprises avec l’apprentissage non-supervisé sont notamment le regroupement, l’es-
timation de densité et la réduction de dimension. Parmi les méthodes basées sur cet
apprentissages citons la classification hiérarchique [Patel, Sihmar et Jatain 2015],
les k-moyennes (k-means, en anglais) [Steinhaus 1956] et les modèles de mélange
(mixture models, en anglais) [McLachlan, Lee et Rathnayake 2019 ; Reynolds 2009].

– apprentissage par renforcement : dans ce cas, l’algorithme correspond à un agent
qui évolue dans un environnement séquentiel. À chaque étape, l’agent effectue des
actions qui sont la sortie d’une fonction appelée politique (policy, en anglais), qui
prend en entrée son état présent et des états précédents. Les actions prises à chaque
étape sont alors évaluées par une métrique appelée récompense. Le gain pour une
étape donnée est défini comme la combinaison de la récompense présente et des
récompenses précédentes. L’entraînement de l’agent se fait à partir de plusieurs
séries d’actions effectuées, appelées épisodes, à partir desquels la politique de l’agent
est optimisée en maximisant le gain. L’agent apprend alors des exemples qu’il génère
lui-même. La tâche principalement apprise avec l’apprentissage par renforcement est
la planification comme la conduite autonome [Sallab et al. 2017], les jeux tels que les
échecs [Silver et al. 2018] et les jeux vidéos [Jaderberg et al. 2019 ; Mnih et al. 2013]
mais également la locomotion bipède [Benbrahim et Franklin 1997 ; Kidziński et al.
2018]. Les méthodes basées sur cet apprentissage sont notamment le Q-learning
[Watkins et Dayan 1992] et le Deep Q-learning [Gu et al. 2016].

Dans le cadre de la thèse, nous nous intéressons à la restauration d’images. Avec le
modèle de dégradation, nous pouvons simuler des images vérités terrain et des images ob-
servées. Il est alors convenable de considérer les méthodes d’apprentissage supervisées. En
particulier, nous allons nous intéresser dans ce chapitre aux réseaux de neurones profonds
(Deep Neural Networks (DNN), en anglais). En effet, depuis 2012 les DNN ont marqué
leur présence dans l’état de l’art en traitement d’image avec le réseau AlexNet [Krizhevsky,
Sutskever et Hinton 2012] en remportant la première classe dans la compétition de recon-
naissance d’image ImageNet 1. Dans la suite nous allons présenter plus en détail les DNN.

5.2 Apprentissage Profond

Durant la dernière décennie, la puissance de calcul et la quantité de données massives
ont considérablement augmenté [Oussous et al. 2017 ; Sun et al. 2017], ce qui a permis
à l’apprentissage profond d’offrir des solutions état de l’art dans plusieurs domaines. Dans
cette section, nous allons commencer par définir les réseaux de neurones, ensuite nous allons
détailler comment se fait leur apprentissage.

5.2.1 Architecture des réseaux de neurones

Les réseaux de neurones artificiels, également appelés réseaux de neurones, sont des
approximateurs universels de fonction comme le garantit le théorème éponyme [Hornik,

1. lien vers la compétition ImageNet 2012 : https://image-net.org/challenges/LSVRC/2012/

https://image-net.org/challenges/LSVRC/2012/
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Stinchcombe et White 1989]. L’idée des réseaux de neurones a émergé au milieu du XXe

siècle en se basant sur des travaux modélisant le fonctionnement du système nerveux [Lettvin
et al. 1959]. L’un des premiers réseaux conçus est le perceptron [Rosenblatt 1958], dans sa
version la plus simple, il s’apparente à un neurone artificiel. Le perceptron est un classifieur
linéaire, c’est-à-dire qu’il permet de classifier les ensembles qui sont linéairement séparables.
Par exemple, l’opérateur "OU exclusif" qui est non linéaire, ne peut pas être correctement
appris par le perceptron simple. L’utilisation de plusieurs neurones organisés en couches
permet au perceptron de pallier ce problème [Yanling, Bimin et Zhanrong 2002]. Au niveau
théorique, deux autres innovations ont permis d’améliorer la performance des réseaux de
neurones et d’obtenir des réseaux profonds : la rétropropagation et l’amélioration de la
fonction d’activation. Dans la suite, nous allons introduire l’architecture d’un réseau de
neurones en commençant par la base.

Le neurone

Le neurone artificiel est l’élément de base des réseaux de neurones. Pour un signal en
entrée x ∈ Rn, il donne un signal de sortie y ∈ Rm comme représenté dans la figure 5.1.
Pour chaque composante de y , le neurone possède des poids qui sont multipliés, terme à
terme, avec x . Ensuite, la somme de ces produits est effectuée puis seuillée en utilisant un
scalaire appelé biais comme seuil. Considérons le cas où m = 1 et y ∈ R alors en notant f

⋮ ⋮
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∑ y
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Figure 5.1 – Schéma d’un neurone neurone artificiel. L’entrée x est multipliée
par les poids {wi}i∈{1,...,n} qui sont ensuite sommés et seuillés pour donner la

sortie y .

la fonction d’activation qui effectue le seuillage, nous avons :

y = f

(
n∑
i=1

xiwi + b

)
= f

[ x
1

]> [
w

b

] , (5.1)

avec w = {wi}i∈{1,...,n} dans Rn les poids des entrées du neurone et b ∈ R son biais.
La fonction d’activation est utilisée pour seuiller la combinaison linéaire de l’entrée et des
poids auxquels s’ajoute le biais. Le biais correspond alors au seuil. Il existe plusieurs fonctions
d’activation qui sont choisies suivant les propriétés recherchées [Szandala 2020]. Citons trois
fonctions qui sont apparues durant les moments clés des réseaux de neurones :
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– Heaviside : cette fonction a été utilisée dans les premiers réseaux de neurones
[Szandala 2020] et s’écrit :

f (x) =

{
1 si x > 0 ,

0 sinon,
,∀x ∈ R . (5.2)

Cette fonction est non dérivable et l’application de l’algorithme de rétropropagation
avec cette fonction est problématique durant l’étape d’apprentissage. D’ailleurs, son
utilisation se limite aux problèmes linéairement séparables [Szandala 2020].

– Sigmoïde : cette fonction permet d’avoir une sortie non-linéaire et s’écrit :

f (x) =
1

1 + exp(−x)
,∀x ∈ R . (5.3)

De plus, la sigmoïde est dérivable ce qui permet d’utiliser l’algorithme de rétropro-
pagation dans la phase d’apprentissage dans le cas de réseaux de neurones qui ne
sont pas profonds. Dans le cas des réseaux de neurones profonds, l’utilisation de la
sigmoïde mène souvent au problème de la disparition du gradient [Szandala 2020 ;
Ven et Lederer 2021]. Ce dernier est un phénomène qui survient lorsque la valeur
calculée du gradient est considérablement faible, au point que les valeurs des poids
du réseau ne changent plus et risque d’interrompre l’étape d’entraînement (qui est
détaillée dans 5.2.2).

– Rectified Linear Unit (ReLU) : cette fonction est souvent utilisée en apprentissage
profond vu qu’elle permet d’approximer les fonctions linéairement par morceaux, de
solliciter la parcimonie dans la représentation des images dans le réseau de neurones
et de pallier au problème de disparition du gradient [Szandala 2020]. La fonction
s’écrit comme :

f (x) = max(0, x) ,∀x ∈ R . (5.4)

Notons que le fait d’approximer les fonctions linéairement par morceaux lors de l’uti-
lisation de la ReLU comme fonction d’activation, rend cette dernière sous-optimale
lorsque le réseau de neurones n’est pas profond et que la fonction à approximer est
un sinus par exemple [Szandala 2020]. De plus, au cours des dernières années, plu-
sieurs améliorations ont été apportées à cette fonction comme Leaky ReLU [Maas
2013] et PReLU [He et al. 2015].

Dans la figure 5.2, les trois exemples donnés de fonction d’activation sont représentés.
Maintenant passons au cas général avec y = m, dans ce cas le schéma dans la figure 5.1
reste valide et la sortie s’écrit en fonction de l’entrée comme :

y = f (Wx + b) = f

(
[W, b]

[
x

1

])
,∀x ∈ Rn . (5.5)

avec W ∈ Rm×n, b ∈ Rm et la fonction d’activation f s’obtient à partir de la fonction
d’activation 1D, notée f1D, avec :

f (x) = {f1D(xi)}i∈{1,...,m} ,∀x = {xi}i∈{1,...,m} ∈ Rm . (5.6)

Sachant que pour tout x dans Rn l’équation Wx + b = 0 représente un sous-espace affine
de Rm donc un neurone permet uniquement de séparer linéairement les entrées x . Un seul
neurone permet alors de résoudre des problèmes linéaires. Par contre, une fonction d’activa-
tion non linéaire permet d’avoir une sortie non-linéaire en fonction de l’entrée. En utilisant la
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Figure 5.2 – Fonctions d’activation représentées sur l’intervalle [-5 ;5]. Les
fonctions représentées sont la Heaviside, la sigmoïde et la ReLU.

sortie d’en neurone en entrée d’un autre, il devient possible d’avoir des surfaces de séparation
non-linéaires des entrées x . Pour reformuler, l’utilisation de plusieurs neurones permet de
résoudre les problèmes non-linéaires : c’est le principe d’un réseau de neurones. Dans la suite
nous allons nous intéresser à comment les réseaux de neurones sont construits en général.

Réseau de neurones et couches

Il existe deux catégories de réseaux de neurones :
– Réseaux à propagation avant : il s’agit de réseaux de neurones qui sont acycliques
c’est-à-dire que la sortie d’un neurone n’est pas réinjectée dans l’entrée de celui-ci.

– Réseaux récurrents : il s’agit de réseaux de neurones cycliques, par exemple dans la
figure 5.3. Ces réseaux sont essentiellement utilisés dans le traitement du langage
naturel (Natural Language Processing (NLP), en anglais) [Devlin et al. 2018] et
l’apprentissage par renforcement [Li 2017].

x(i)
y(i−1)

y(i)𝒩
Figure 5.3 – Exemple de réseau cyclique où la sortie est réinjectée en entrée.

Dans la suite de notre étude, nous allons uniquement nous intéresser aux réseaux à propa-
gation avant puisqu’ils sont les réseaux les mieux adaptés au problème de déconvolution. En
effet, dans ce dernier, il n’y a pas de relation de récurrence ou de dépendance cyclique entre
les variables.

Un réseau de neurones est divisé en couches. Une couche correspond généralement à des
neurones ayant en entrée la sortie de la couche, voire des couches, précédentes. Les sorties de
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chaque couche sont appelées descripteurs ou cartes de descripteurs. Les descripteurs offrent
une représentation du signal d’entrée dans un autre espace. La profondeur d’un réseau est
alors définie comme le nombre de couches que celui-ci possède. Les couches sont séparées
en trois catégories :

– couche d’entrée : La couche d’entrée correspond à la couche qui reçoit les données
en entrée.

– couche cachée : il s’agit des couches entre la couche d’entrée et la couche de sortie.
Ces couches contiennent soit des neurones soit des opérateurs appliqués sur la sortie
des neurones tels que le sur-échantillonnage ou sous-échantillonnage.

– couche de sortie : La couche de sortie est la dernière couche du réseau de neurones
et sa sortie correspond à celle du réseau.

D’ailleurs, il existe plusieurs types de couches contenant des neurones. En général,
chaque type de couche contient la même structure pour tous les neurones. Ainsi un type de
couche est déterminé notamment par les connexions de ses neurones avec les neurones de la
couche précédente mais aussi la façon avec laquelle sont combinés les poids du neurone et
la fonction d’activation utilisée. Par exemple, une couche entièrement connectée, également
dite couche dense, est une couche où les neurones sont connectés à tous les neurones de
la couche précédente. Dans la suite nous allons aborder les réseaux de neurones convolutifs
(Convolutional Neural Network (CNN)).

Réseaux de neurones convolutifs

Les CNN sont particulièrement adaptés pour effectuer diverses tâches dans le domaine
du traitement de l’image. Ceci s’explique notamment par la couche convolutive utilisée dans
ces réseaux. En effet, le signal à l’entrée d’une telle couche est lié aux poids de celle-ci
par des opérations de convolution uniquement, ce qui permet l’invariance par rapport à la
translation. Cela est avantageux dans le cas de la classification et la détection de motif dans
un signal, par exemple. Ainsi avant de donner un exemple d’architecture de CNN, nous allons
commencer par décrire la couche convolutive puis les couches de sous-échantillonnage et de
sur-échantillonnage.

Une couche convolutive est une couche de neurones où les entrées de chaque neurone
partagent les mêmes poids qui correspondent à des filtres de convolution. Dans la figure 5.4,
nous donnons le schéma de la première partie d’un couche convolutive avec un seul filtre et
le biais associé. Dans le cas général, plusieurs filtres sont utilisés ; pour chaque filtre, nous
avons une sortie intermédiaire correspondante identique à celle dans la figure. Un padding
(rembourrage en français) est également utilisé lors de la convolution pour traiter les bords,
le zéro padding est communément utilisé. La sortie de la couche convolutive est un signal
possédant autant de canaux que de filtres dans la couche. Soit x dans Rr×s×p l’entrée et o
dans Ru×v×w la sortie d’une couche convolutive alors nous avons :

u =
r − u + 2q

Sx
+ 1 , (5.7)

v =
s − v + 2q

Sy
+ 1 , (5.8)

avec q la taille du padding et w est le nombre de filtres. Le nombre de paramètres, noté np,
dans une couche convolutive est :

np = (m · n · p + 1) · w . (5.9)
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Sortie intermédiaire

+ b

Figure 5.4 – Schéma de la première partie d’une couche convolutive avec un
seul filtre. L’entrée dans ce cas est une image composée de p = 3 canaux. Le
filtre utilisé possède forcément p = 3 canaux pour correspondre à l’entrée.
Chaque filtre est associé à un biais scalaire et chaque canal du filtre est
composé de m × n poids. Sx et Sy sont respectivement les pas (strides, en
anglais) horizontal et vertical avec lequel le filtre parcourt l’entrée. La sortie
intermédiaire est obtenue en sommant les valeurs suivant l’axe des canaux.
Ensuite le résultat est mis en entrée d’une fonction d’activation. La sortie de
la fonction d’activation correspond à la sortie de la couche convolutive.

Pour les signaux de grande taille, une couche convolutive contient considérablement moins
de paramètres qu’une couche entièrement connectée. À titre d’exemple, considérons une
couche de 5 neurones qui prend en entrée des images de taille 100 × 100 avec 5 canaux.
Dans le cas d’une couche entièrement connectée, nous avons 250,005 paramètres. Dans
le cas d’une couche convolutive, en prenant des filtres de taille 5 × 5, nous avons 630
paramètres, soit 400 fois moins de paramètres. La présence de moins de paramètres rend
l’étape d’apprentissage moins coûteuse en termes de puissance de calcul.

Dans les CNN, l’utilisation des couches de sous-échantillonnage permet d’améliorer le
pouvoir de généralisation du réseau et augmente sa robustesse contre la présence de bruit
dans le signal d’entrée. Dans la figure 5.5, la fonction f effectue un sous-échantillonnage de
l’image a en divisant sa taille par 2 suivant chaque dimension. Il existe plusieurs fonctions pour
effectuer le sous-échantillonnage, notamment la moyenne ou le maximum des coefficients en
entrée. Si la sortie du réseau est supposée avoir la même taille que l’entrée, alors dans le cas
de l’utilisation de couches de sous-échantillonnage, des couches de sur-échantillonnage sont
utilisées en contrepartie. Dans la figure 5.5, la fonction g effectue un sur-échantillonnage de
l’image b. Parmi les fonctions de sur-échantillonnage, citons la répétition du coefficient et
les méthodes d’interpolation.

Nous évoquons succinctement les couches qui sont utilisées pour améliorer la perfor-
mance du réseau ou pour garantir des propriétés utiles pour le réseau [Ba, Kiros et Hinton
2016 ; Ioffe et Szegedy 2015 ; Miyato et al. 2018 ; Qiao et al. 2019 ; Salimans et Kingma
2016].

Finalement, nous donnons en exemple, l’architecture du réseau qui sera utilisé dans la
suite : le U-net [Ronneberger, Fischer et Brox 2015]. Il s’agit d’un réseau qui est notamment
utilisé pour la segmentation et le débruitage. Ce réseau tient son nom de son architecture en
forme de "U" comme dans la figure 5.6. Le U-net est divisé en deux parties, la voie contrac-
tante et la voie expansive. La voie contractante correspond à la partie du U-net contenant
des couches de sous-échantillonnage et la voie expansive correspond à la partie contenant des
couches de sur-échantillonnage. Dans un U-net, un étage correspond aux couches convolu-
tives de la voie contractante séparées par une couche de sous-échantillonnage et aux couches
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Figure 5.5 – Schéma de sur-échantillonnage et sous-échantillonnage.

convolutives de la voie expansive auxquelles elles sont liées par la connexion skip. Les cartes
de descripteurs d’un même étage forment une échelle. Par exemple, le U-net dans la figure
5.6 possède 5 étages.

Un CNN profond possède un nombre considérable de paramètres, dans le cas du U-net
ce nombre est de l’ordre de 107. Pour régler la valeur de chacun de ces paramètres, une
étape d’apprentissage est donc nécessaire.

5.2.2 Entraînement

Les réseaux de neurones profonds contiennent un nombre élevé de paramètres qu’il faut
estimer. L’étape d’estimation de ces paramètres est appelée entraînement. Il s’agit dans le
cas d’un apprentissage supervisé de donner des couples d’entrée et de sortie au réseau afin
d’ajuster la valeur de ses paramètres. Dans la suite, nous allons voir le rôle du jeu de données
dans l’entraînement pour ensuite aborder la rétropropagation qui est la méthode utilisée pour
effectuer l’entraînement dans le cadre de notre travail.

Jeu de données

Pour l’apprentissage supervisé, chaque élément du jeu de données est constitué d’un
couple comprenant le signal d’entrée et d’une cible. En général, dans le cadre de l’appren-
tissage machine, il est essentiel de noter que les performances de la méthode ne sont pas
uniquement liées à l’algorithme utilisé mais qu’elles dépendent également du jeu de don-
nées. Plus formellement, le théorème No Free Lunch (Pas de Déjeuner Gratuit, en français)
[Wolpert et Macready 1997] stipule qu’il n’existe pas d’algorithme ayant une performance
supérieure à tout autre algorithme quelque soit le problème et le jeu de données. Ainsi il faut
que l’algorithme soit adapté au problème. Puisqu’en apprentissage machine, l’algorithme
dépend du jeu de données, il est important que ce dernier soit de qualité. Plus explicitement,
les critères recherchés dans un jeu de données sont :

– la représentativité : le jeu de données correspond idéalement à un sous-ensemble
représentatif des données relatives au problème. Il est important de recouvrir tous
les cas envisageables. Effectivement, il n’y a pas de garantie sur la sortie du ré-
seau de neurones si l’entrée n’appartient pas à la distribution sur laquelle il a été
entraîné. Inversement, si le jeu de données couvre davantage de cas, c’est-à-dire
une distribution plus vaste que la distribution d’intérêt alors d’après le théorème No
Free Lunch, la performance du réseau risque de se détériorer lorsqu’elle est évaluée
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Figure 5.6 – Schéma du U-net. Les rectangles correspondent aux images avec
le nombre de canaux indiqué au-dessus et la dimension de l’image indiquée
en-dessous. La flèche bleue correspond à une couche convolutive avec des
noyaux de taille 3 × 3 et une fonction d’activation ReLu. La flèche grise
correspond à une connexion skip. La flèche rouge correspond à une couche
de sous-échantillonnage 2 × 2 utilisant la fonction qui rend le maximum des
coefficients donnés en entrée. La flèche verte correspond à une couche de
sur-échantillonnage 2×2 utilisant la convolution (up-convolution, en anglais)
[Durall López, Keuper et Keuper 2020]. La flèche en turquoise correspond à
une couche de convolution avec un noyau 1×1. Source [Ronneberger, Fischer

et Brox 2015].

sur la distribution d’intérêt, en comparaison avec un réseau entraîné uniquement
sur des exemples tirés de cette dernière.

– la qualité des données : les cibles servent de référence au réseau pour ajuster ses
poids. Si les cibles sont bruitées ou dégradées par un autre processus alors les
performances du réseau seront également dégradées. Il est aussi possible d’avoir
des données manquantes, par exemple dans le cas des images de galaxies, il se
peut que la taille de la galaxie soit supérieure à la taille du support de l’image ainsi
l’information sur les bords de la galaxie est incomplète.

– une plage de valeurs adaptée au réseau : D’une part, les fonctions d’activation
utilisées dans les réseaux de neurones permettent de discriminer efficacement des
signaux qui ont une moyenne nulle et un écart-type proche de l’unité. D’autre part,
si les données sont constituées de plusieurs grandeurs avec différentes unités alors
il est important de normaliser ces grandeurs pour que leurs plages de valeurs soient
similaires. En effet, en l’absence de normalisation, l’optimisation des poids du réseau
se fera essentiellement sur les grandeurs à plus forte amplitude[Sola et Sevilla 1997].

Concernant le choix de la taille du jeu de données, il existe une règle empirique qui recom-
mande d’utiliser un jeu de données ayant une taille d’un ordre de grandeur de plus que la
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dimension de Vapnik-Chervonenkis qui correspond à une mesure de la complexité de la fonc-
tion apprise par le réseau de neurones [Hush et Horne 1993]. Une version équivalente de
cette règle recommande d’utiliser un jeu de données ayant une taille d’un ordre de grandeur
de plus que le nombre de paramètres dans le réseau [Developers 2019]. Il est commun dans le
cas réel que la taille maximale du jeu de données soit imposée. Il est alors pertinent d’utiliser
des méthodes d’augmentation des données (en effectuant des par exemple des rotations,
symétrie et remise à l’échelle, à partir d’un jeu de base) qui soient adaptées au problème
[Dyk et Meng 2001 ; Shorten et Khoshgoftaar 2019] et dans certaines situations d’adapter
la méthode à la taille du jeu de données pour éviter le sur-entraînement [Hush et Horne
1993].

Dans la suite nous allons voir comment la fonction de coût est choisie pour l’entraîne-
ment.

Fonction de coût

En apprentissage, la fonction de coût également appelée fonction de perte (loss func-
tion, en anglais) est utilisée pour optimiser les poids des réseaux de neurones lors de l’en-
traînement. En apprentissage machine supervisé, la fonction de coût est utilisée lors de la
phase d’entraînement pour régler les poids du réseau de neurones. En notant Nθ le réseau
de neurone, avec θ dans Rp ses paramètres, y et x dans Rn respectivement l’observation et
la vérité terrain, la fonction de coût, l , s’écrit en général comme :

l(x̂) = d(x, x̂) + f (x̂) , (5.10)

avec x̂ = Nθ(y) la solution estimée par le réseau de neurones. La fonction d dans le premier
terme, correspond à l’attache aux données qui permet de mesurer l’écart entre x̂ et x , il
peut s’agir d’une distance, d’une pseudo-norme voire même d’une autre fonction basée sur
la différence ou le rapport d’une propriété entre x̂ et x . La fonction f dans le deuxième terme
correspond aux termes de régularisation comme ceux présentés dans la section 2.2. Notons
que la fonction d compare la reconstruction à la vérité terrain et non à l’observation.

Toujours en se basant sur le théorème No Free Lunch, il est important de choisir la
fonction de coût adaptée au problème afin d’optimiser les performances du réseau. À titre
d’exemple, nous donnons les fonctions d suivantes [Janocha et Czarnecki 2017] :

– l’EQM : cette fonction pénalise le carré de la distance entre les composantes du
signal estimé et la vérité terrain avec :

l(x̂) =
1

n

n∑
i=1

(x [i ]− x̂ [i ])2 . (5.11)

L’EQM est adaptée pour les problèmes de régressions et de reconstruction de signal
comme pour le problème de déconvolution.

– l’entropie croisée : l’entropie croisée pénalise l’écart entre la distribution estimée et
celle de la vérité terrain avec :

l(x̂) = −
n∑
i=1

x̂ [i ] log (x [k ]) . (5.12)

L’entropie croisée est notamment utilisée pour des tâches de classification et d’es-
timation de densité de probabilité. En effet, l’inégalité de Gibbs nous garantit que l
est minimale lorsque x̂ = x .
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– la fonction de perte de Hinge : elle est utilisée essentiellement pour des problèmes
de classification binaire où les deux classes sont codées par {−1, 1}. Son équation
est :

l(x̂) = max
i∈{1,...,n}

(0, 1− x [i ] · x̂ [i ]) (5.13)

Notons que cette fonction est également utilisée pour la méthode SVM.
En ce qui concerne le terme de régularisation pour la fonction de coût, les points abordés
dans la section 2.2 restent valides. Nous insistons sur le fait que l’utilisation de régularisation
durant l’étape d’entraînement permet au réseaux de neurones de mieux généraliser la tâche
cible. Par contre, la présence de plusieurs termes de régularisation ou d’une pondération
élevée pour ces derniers risque d’augmenter le biais de modélisation.

Lors de l’entraînement du réseau de neurones, les paramètres de celui-ci sont optimisés
en minimisant la fonction de coût, cette étape est détaillée dans la partie suivante.

Optimisation

Les réseaux de neurones possèdent un nombre considérable de paramètres à régler.
À cette fin, les paramètres sont estimés durant la phase d’entraînement à partir d’un jeu
de données. Le jeu de données dédié à l’entraînement est alors partitionné en plusieurs
sous-ensembles de taille égale, chaque sous-ensemble est appelé batch (lot, en anglais).
Généralement, l’entraînement se fait en itérant sur le jeu de données en utilisant deux boucles
imbriquées. Dans une boucle dite majeure, chaque itération est appelée époque et réutilise
l’ensemble du jeu de données. La boucle mineure correspond à une époque et consiste à
itérer sur les batchs. À chaque itération de la boucle mineure, les paramètres du réseau de
neurones sont mis à jour. Dans la littérature il existe deux façons répandues pour ce faire :
les algorithmes génétiques [Lam et al. 2001] et les méthodes de descente de gradient.

Dans le cadre de notre travail, nous nous limitons uniquement au cas des méthodes
basées sur la descente de gradient puisqu’elles sont le plus communément utilisées. Nous
nous intéressons en particulier aux méthodes basées sur la Descente de Gradient Stochastique
(Stochastic Gradient Descent (SGD), en anglais) [Bottou, Curtis et Nocedal 2018]. Dans la
version originale de cet algorithme, l’ensemble des paramètres θ est mis à jour en permutant
les éléments du jeu de données {(xk , yk)}k∈{1,...,m} puis en itérant sur chaque paire (xk , yk)

dans le jeu obtenu comme suit :

θk+1 = θk − η∇θ l(yk) , (5.14)

avec η dans R+ le pas de descente. Notons que la fonction de coût l prend en entrée l’ob-
servation contrairement à l’équation 5.12 où l’estimation est donnée en entrée. Néanmoins
cette version est sensible à la présence de bruit dans les données et il n’est pas possible
d’avoir une implémentation parallélisée, ce qui empêche d’accélérer cette méthode en pra-
tique. Pour pallier ces problèmes, l’algorithme 5.1 [Bottou, Curtis et Nocedal 2018] a été
développé, l’idée est d’itérer sur des mini-batchs au lieu de le faire sur un élément à la fois.
À chaque itération, la mise à jour se fait en considérant la moyenne des gradients de la fonc-
tion de perte pour chaque élément, ce qui permet d’ajouter de la robustesse au bruit dans
les données mais également de paralléliser l’implémentation en pratique donc d’avoir une
méthode plus rapide. Il existe également d’autres améliorations qui permettent de converger
plus rapidement telles que ADAGRAD, en modifiant le pas de descente à chaque itération, et
RMSPROP, en ajoutant un terme de moment en plus du terme de gradient [Bottou, Curtis
et Nocedal 2018]. Finalement la méthode ADAM est l’une des méthodes les plus utilisées
pour entraîner un réseau de neurones [Bock, Goppold et Weiß 2018 ; Schmidt, Schneider
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et Hennig 2020], l’algorithme ADAM combine les avantages de RMSPROP et ADAGRAD
[Kingma et Ba 2015]. Pour aller plus loin, une comparaison des méthodes état de l’art en
optimisation pour l’apprentissage machine est effectuée dans [Schmidt, Schneider et Hennig
2020].

Algorithme 5.1 Descente de Gradient Stochastique avec Mini-batch

tâche : optimiser θ.
entrées : {xk}k∈{1,...,m} : vérités-terrain, {yk}k∈{1,...,m} : observations.
paramètres : ne : nombre d’époques, nb : nombre de mini-batchs, η : pas de descente.
initialisation : θ(0)

pour pour i allant de 1 à ne faire
permuter {(xk , yk)}k∈{1,...,m}
pour pour j allant de 1 à nb faire

θ(nb(i−1)+j) ← θ(nb(i−1)+j−1) − η nbm
∑jm/nb
k=(j−1)m/nb+1∇θ l (yk)

fin pour
fin pour
renvoyer : θ(nenb)

Pour utiliser ces algorithmes, il faut calculer ∇θ l(yk). Pour ce faire, l’algorithme de
rétropropagation (backpropagation, en anglais) est utilisé [Lecun 2001] : Considérons un
réseau de neurones profonds, afin de calculer le gradient de chaque paramètre, le principe
de la rétropropagation est de commencer par calculer le gradient des paramètres de la
couche de sorties puis de calculer le gradient des paramètres des couches antécédentes en
propageant en arrière à l’aide de la règle de la chaîne, jusqu’à arriver aux gradients des
paramètres de la couche d’entrée. En pratique, l’implémentation de cet algorithme peut
se faire rapidement et efficacement en utilisant la différentiation automatique, également
appelée autodiff [Merriënboer et al. 2018].

Dans cette section, nous avons vu comment construire et entraîner un réseau de neu-
rones dans le but de résoudre les problèmes inverses. Dans la suite, nous allons voir comment
les réseaux de neurones sont utilisés pour le problème de déconvolution.

5.3 Apprentissage Profond et Déconvolution

Comme précisé dans les chapitres 1 et 2, nous avons établi que dans les décennies à
venir un volume considérable de données brutes à haute résolution, que ce soit en imagerie
optique ou en radio-interférométrie, allait être produit. Dans les deux cas également, la
reconstruction des images de galaxies correspond à un problème inverse de déconvolution
avec une FEP spatialement variable. Des travaux préliminaires ont montré l’efficacité de
l’apprentissage profond pour la résolution de tels problèmes [Flamary 2017 ; Schawinski et al.
2017]. Dans cette section, nous commençons par présenter deux méthodes de déconvolution
que j’ai implémentées et qui sont fondées sur l’apprentissage profond développées dans
[Sureau, Lechat et Starck 2020] : une approche directe et une approche modulaire. Puis
nous détaillerons comment ajouter la contrainte de forme à ces méthodes pour finir avec les
résultats des expériences que j’ai menées sur les jeux de données que j’ai développés.

5.3.1 Approche directe

L’approche directe est appelée Tikhonet, il s’agit d’une méthode en deux étapes ins-
pirée de la méthode ForWarD [Neelamani, Choi et Baraniuk 2004]. L’idée est de séparer le
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problème de déconvolution en deux problèmes : un problème de déconvolution stricte suivi
d’un problème de débruitage. La première étape permet de corriger l’effet de la FEP sans
tenir compte de la présence de bruit. La sortie de la première étape est ensuite débruitée
dans la deuxième étape à l’aide de l’apprentissage profond pour obtenir la sortie du Tikhonet.

Déconvolution

L’étape de déconvolution se fait en utilisant le filtre de Tikhonov qui est décrit dans
la partie 2.2.2. Dans la version originale du Tikhonet, le paramètre de compromis du filtre
de Tikhonov est calculé pour chaque galaxie avec l’estimateur SURE [Sureau, Lechat et
Starck 2020]. Dans notre travail, nous avons choisi un paramètre de compromis fixe pour
toutes les images de galaxies. Effectivement, en considérant l’équation 2.23, changer le
paramètre de compromis λ est équivalent à changer le filtre. D’un point de vue fréquentiel,
ce changement implique des fréquences de coupure différentes pour différentes valeurs de
λ. Ainsi la tâche que le réseau de neurones doit effectuer dans ce cas est de débruiter des
images ayant différentes plages de fréquences. Apprendre cette tâche revient à apprendre
deux sous-tâches : l’estimation de la plages de fréquences et le débruitage. Si l’estimation de
la plage de fréquences n’est pas correcte, pour une fréquence donnée nous avons deux cas
de figures : l’information présente à la fréquence est coupée par le réseau ou une information
absente à la fréquence est générée par le réseau. Dans le premier cas, nous obtenons des
images plus lisses voire floues et dans le second cas, nous risquons de voir apparaître des
artefacts dans la sortie du Tikhonet, il s’agit d’un cas d’hallucination. En choisissant un
paramètre de compromis fixe pour toutes les images, nous restreignons la tâche à apprendre
par le réseau au débruitage.

Pour choisir la valeur de λ, nous rappelons, comme argumenté dans la partie 2.2.1,
qu’une valeur élevée de λ lisse les détails fins contenu dans l’image. Tandis qu’une valeur
faible de λ permet de mieux préserver les détails fins aux dépens de la présence de bruit dans
l’image filtrée. Une valeur faible de λ est alors mieux adaptée au Tikhonet puisque les détails
sont préservés et le bruit est ensuite traité dans la deuxième étape. En pratique, nous avons
effectué une recherche linéaire en utilisant la MSE comme critère et la valeur de λ = 9 ·10−3

a été obtenue que ce soit pour le jeu de données CFHT2HST ou MeerKAT3600.
Toujours dans la version originale du Tikhonet, Γ dans l’équation 2.21 vaut l’identité

[Sureau, Lechat et Starck 2020], ce qui veut dire, dans l’espace de Fourier, que toutes les
fréquences du signal à reconstruire sont pénalisées avec le même poids. Or généralement,
dans l’espace de Fourier, un signal naturel a un profil décroissant et celui d’un bruit blanc
gaussien est constant (dans le cas de l’interférométrie radio, le bruit gaussien corrélé cor-
respond mathématiquement à un bruit blanc gaussien pondéré, voir 1.2.3) donc les hautes
fréquences du signal sont plus affectées par le bruit que ses basses fréquences. À cet ef-
fet nous avons choisi l’opérateur laplacien pour Γ de sorte que la pénalisation des hautes
fréquences soit plus importante que celles des basses fréquences.

Finalement, pour intégrer la contrainte de forme dans l’étape de déconvolution, nous
reprenons l’équation 2.21 à laquelle nous ajoutons la contrainte de forme telle que formulée
dans l’équation 4.20 :

l(x) = ‖y −Hx‖2
S + λ‖Γx‖2

2 . (5.15)

La solution xS qui minimise l et annule son gradient, vaut :

xS =
(
H>SH + λΓ>Γ

)−1
H>Sy . (5.16)
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Dans notre travail, nous avons utilisé le filtre de Tikhonov sans l’ajout de la contrainte de
forme. En effet, l’implémentation pratique du filtre avec contrainte de forme est incommode
si nous utilisons directement la formule de xS surtout pour le calcul H>SH et H>S dont
la dimension est le carré de celle de xS. À titre de comparaison, nous avons réimplémenté
le filtre de Tikhonov sans la contrainte de manière efficace en utilisant la transformée de
Fourier et son inverse, ce qui permet de manipuler des opérateurs ayant la même dimension
que xS. En outre, nous avons étudié l’impact de l’ajout de la contrainte de forme à l’étape
de débruitage comme nous allons voir dans la partie suivante.

Débruitage

Par rapport au problème de déconvolution, le débruitage est un problème inverse bien
conditionné, c’est-à-dire que pour un même niveau de bruit, l’espace des solutions est plus
restreint et permet aux méthodes de reconstruction d’offrir des solutions plus stables. Dans
la méthode du Tikhonet, à la sortie du filtre du Tikhonov, le bruit contenu dans l’image
est un bruit corrélé que ce soit dans le cas optique ou radio. Dans la méthode ForWarD, le
débruitage se fait en utilisant les ondelettes [Neelamani, Choi et Baraniuk 2004]. L’appren-
tissage profond, et notamment les U-nets, font partie de l’état de l’art pour le débruitage
[Gurrola-Ramos, Dalmau et Alarcón 2021], ce qui justifie son utilisation dans la méthode
Tikhonet. Le U-net utilisé dans le Tikhonet comporte les modifications suivantes par rapport
au U-net original [Sureau, Lechat et Starck 2020] :

– Convolution séparable : les noyaux de convolution sont remplacés par des noyaux
de convolution séparables qui offrent de meilleures performances aux réseaux de
neurones [Chollet 2017]. Un noyau de convolution séparable de taille n×n contient
2n paramètres qui correspondent à deux filtres 1D de taille n tel que le filtre séparable
est le produit dyadique 2 des deux filtres 1D. Avec moins de paramètres que dans un
noyau de convolution, la capacité à généraliser est plus importante et l’entraînement
est moins coûteux en ressources de calcul.

– Denses blocks : dans chaque étage du U-net, les couches convolutives sont rem-
placées par des denses blocks [Huang et al. 2017}]. Les denses blocks sont un
ensemble de couches où sont concaténées, à l’entrée de chaque couche, les cartes
de descripteurs des couches précédentes. Cette architecture permet de réutiliser
les descripteurs, mieux conserver l’information et limiter la disparition du gradient
durant l’entraînement.

– Average pooling : c’est la méthode de sous-échantillonnage qui effectue la moyenne.
Son utilisation permet d’éviter les effets de sur-segmentation qui apparaissent avec
le max pooling en pratique [Sureau, Lechat et Starck 2020].

– Connexion skip : la connexion skip entre les couches d’entrée et de sortie du réseau
a été retirée. Cette délétion a permis d’avoir de meilleures performances notamment
pour les faibles RSB.

2. Soient u = (u1, . . . , un) ∈ Rn et v = (v1, . . . , vn) ∈ Rn alors le produit dyadique de u par v , noté
u ⊗ v , est défini comme une matrice dans Rn×n telle que :

u ⊗ v =

u1 · v1 . . . u1 · vn
...

. . .
...

un · v1 . . . un · vn
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Le réseau est entraîné avec l’EQM comme fonction de coût. L’ajout de la contrainte de
forme dans l’étape de débruitage se fait en modifiant la fonction de coût telle que :

l(x̂) =
1

2
‖x − x̂‖2

S . (5.17)

Dans la suite notre travail, la méthode Tikhonet avec contrainte de forme correspond à
l’ajout de la contrainte dans l’étape de débruitage.

5.3.2 Approche modulaire

L’approche modulaire, également appelée ADMMnet, dans [Sureau, Lechat et Starck
2020] correspond à l’utilisation de l’algorithme ADMM Plug-and-Play tel que dans 2.2 pour
reconstruire les images. En effet, il a été montré dans [Meinhardt et al. 2017] qu’un réseau
de neurones entraîné à débruiter un bruit blanc gaussien peut remplacer l’opérateur proximal
dans les algorithmes proximaux. Dans cette approche itérative, nous pouvons donc utiliser
l’apprentissage profond ainsi que la régularisation. Effectivement, dans l’ADMMnet, l’archi-
tecture du U-net modifié est utilisée comme débruiteur gaussien pour remplacer l’opérateur
proximal. La régularisation utilisée est la positivité telle que définie dans l’équation 4.27.

Dans notre travail, nous avons réimplémenté l’ADMMnet en y ajoutant la contrainte
de forme, néanmoins la méthode obtenue débouche sur des résultats préliminaires montrant
qu’elle n’est pas encore stable et plusieurs pistes pour stabiliser la méthode sont proposées
dans l’appendice C.

5.4 Expériences numériques

Dans cette section, nous présentons les expériences numériques menées afin d’éva-
luer les méthodes que j’ai développées : SCORE et Tikhonet avec contrainte de forme. Le
code a été développé en utilisant le langage Python 3.7.5 et les bibliothèques TensorFlow
1.15.2, Keras 2.3.1 [Chollet 2015], AlphaTransform, Matplotlib 3.1.3 [Hunter 2007],
Galaxy2Galaxy et GalFlow [Lanusse et Remy 2019]. Pour l’entraînement du U-net pour
les méthodes Tikhonet avec et sans contrainte de forme, nous avons normalisé les valeurs
des pixels des images en entrées du réseau, par 4.103 dans le cas optique et 2.10−3 dans le
cas radio, afin d’avoir des valeurs ayant un ordre de grandeur avoisinant l’unité pour que les
fonctions d’activation dans le réseau de neurones puissent mieux discriminer les données.

Les critères de qualité utilisés pour ces expériences sont l’EQM relative moyenne, l’erreur
relative moyenne du flux (de la densité de flux en radio) et l’erreur absolue moyenne de chaque
composante de l’ellipticité e1 et e2. L’ellipticité dans ce cas a été estimée en utilisant la
méthode des moments adaptatifs [Hirata et Seljak 2003] qui consiste à ajuster une fenêtre
gaussienne elliptique sur l’image en entrée pour ensuite déduire la mesure à partir de la fenêtre
obtenue. Ce choix est justifié par la présence de bruit dans les images vérité terrain du jeu
de données optique CFHT2HST, ce qui rend l’utilisation de l’estimateur dans l’équation 4.5
problématique.

5.4.1 En optique

Pour les expériences optiques, nous avons considéré le jeu de données CFHT2HST
présenté dans la partie 1.1.3. Dans le même esprit que les expériences menées dans [Sureau,
Lechat et Starck 2020], le but est de reconstruire des images à haute résolution à partir
d’images à basse résolution, avec chaque résolution correspondant à un télescope. Dans
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notre cas, les images hautes résolutions correspondent à des images réelles du télescope
HST et les images basses résolution correspondent à des images simulées à la résolution
du CFHT obtenues en dégradant les images HST. Ces dernières sont considérées comme
les vérités terrain et les images CFHT sont les images observées. Pour mesurer la qualité
du signal dans l’image, nous utilisons la magnitude absolue. En effet, le niveau de bruit
ajouté à ces dernières est un bruit de fond constant qui est calculé à partir des paramètres
du télescope 3. De ce fait, la magnitude absolue vaut, à une constante multiplicative près,
l’opposé du logarithme du RSB. Nous avons considéré 4 classes de magnitudes, chacune
ayant une moyenne de 20,79 ; 22,16 ; 22,83 et 23,30, et contenant chacun un nombre égal
d’échantillons. Le jeu de données contient des galaxies quasi-ponctuelles, très petites pour
être résolues par le télescope. Comme la mesure la forme de ces galaxies est problématique,
nous avons retiré de notre analyse les galaxies où la mesure de forme sur l’image vérité terrain
avait échoué. Dans chaque classe de magnitudes, nous avons alors environ 500 galaxies. Les
méthodes étudiées sont SRA et SCORE pour les méthodes parcimonieuses et Tikhonet et
Tikhonet avec contrainte de forme, appelée ShapeNet, pour l’apprentissage profond. Dans
ces deux dernières, le U-net utilisé contient 4 échelles et son entraînement s’est déroulé sur
10 époques composées de 625 pas chacune avec des batchs ayant une taille de 128 chacun.
Pour le choix de la pondération de la contrainte de forme dans la méthode ShapeNet, nous
avons effectué une recherche linéaire et trouvé la valeur γ = 0, 5. Dans le cas de SCORE,
la pondération a été fixée à γ = 1, en se basant sur la partie 4.3.1. De plus, le noyau
de convolution utilisé dans SCORE est obtenu en effectuant une division, dans l’espace de
Fourier, de la transformée de la FEP d’entrée par celle de sortie. Nous effectuons alors une
déconvolution partielle.

Qualitativement, dans la figure 5.7b, nous donnons des exemples de galaxies quasi-
ponctuelles. Dans le dernier cas, nous pouvons voir qu’en présence d’un niveau de bruit élevé
dans l’observation, la reconstruction de la galaxie pour les méthodes SRA et Tikhonet montre
un signal très atténué, par contre avec la contrainte de forme, nous pouvons voir que les
méthodes SCORE et ShapeNet permettent de reconstruire le signal et son amplitude. Dans
le cas des galaxies résolues, nous donnons 5 exemples dans la figure 5.7a. Tout d’abord,
en comparant les méthodes parcimonieuses aux méthodes d’apprentissage profond, nous
remarquons que les méthodes parcimonieuses ont tendance à rendre l’objet reconstruit plus
isotrope et plus lisse, en notant que les détails présents dans la vérité terrain sont perdus dans
la reconstruction. Cet effet s’explique par l’utilisation des starlets qui sont des ondelettes
isotropes. Les méthodes d’apprentissage profond quant à elles donnent des reconstructions
contenant plus de détails et de structures comme dans la première galaxie où la forme
du cœur de la galaxie semble se rapprocher davantage de celle de la vérité terrain que
celle obtenue par les méthodes parcimonieuses, où le cœur tend à être plus lisse. Étudions
maintenant l’effet de l’ajout de la contrainte de forme. Nous remarquons dans les deux
cas, que ce soit en passant de SRA à SCORE et de Tikhonet à ShapeNet, une meilleure
coïncidence entre l’orientation des galaxies reconstruites et de la vérité terrain en présence
de contrainte de forme. Nous remarquons également que l’ajout de la contrainte permet
une meilleure reconstruction des galaxies étendues. Cela semble être le cas de la méthode
Tikhonet où les galaxies reconstruites sans la contrainte semble être plus petites et moins
brillantes que la vérité terrain à partir d’un niveau de bruit non négligeable. Dans les quatre
méthodes présentées, les reconstructions contiennent moins de bruits de fond que les vérités
terrain, ce qui s’explique par le fait que la représentation des galaxies (via les starlets ou

3. Pour plus de détails sur la génération des galaxies observées et le calcul du niveau de bruit voir :
https://github.com/CosmoStat/ShapeDeconv/blob/master/data/CFHT/HST2CFHT.ipynb

https://github.com/CosmoStat/ShapeDeconv/blob/master/data/CFHT/HST2CFHT.ipynb
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celle apprise par le U-net) est adaptée aux galaxies. Ce qui permet une meilleure séparation
du signal utile (la galaxie) du bruit de fond.

Méthodes EQM flux e1 e2

SRA 4, 33.10−1 ± 6, 95.10−3 2, 06.100 ± 5, 92.10−1 1, 28.10−1 ± 2, 03.10−3 1, 54.10−1 ± 2, 41.10−3

SCORE 2, 93.10−1 ± 3, 93.10−3 1, 83.100 ± 5, 68.10−1 1, 18.10−1 ± 1, 84.10−3 1, 45.10−1 ± 2, 20.10−3

Tikhonet 3, 33.10−1 ± 4, 45.10−3 1, 25.100 ± 4, 16.10−1 1, 24.10−1 ± 1, 89.10−3 1, 34.10−1 ± 2, 09.10−3

ShapeNet 2, 45.10−1 ± 3, 47.10−3 6, 49.10−1 ± 6, 20.10−2 1, 16.10−1 ± 1, 81.10−3 1, 27.10−1 ± 2, 06.10−3

Table 5.1 – Résultats du jeu de données CFHT2HST. Les valeurs indiquent
l’erreur moyenne de chaque grandeur et l’incertitude correspond à l’erreur

type de la valeur donnée.

Pour mesurer l’EQM, nous avons effectué une pondération avec la fenêtre gaussienne
elliptique obtenue lors de l’estimation de la forme de la galaxie vérité terrain. Cette pon-
dération réduit le bruit dans les images vérité terrain permettant de diminuer le biais dans
l’estimation de l’EQM. Quantitativement, nous commençons également par comparer les
méthodes parcimonieuses aux méthodes d’apprentissage profond en prenant SRA et Ti-
khonet. De manière générale, les tendances obtenues corroborent les résultats de [Sureau,
Lechat et Starck 2020]. En effet, dans toutes les mesures effectuées dans le tableau 5.1 et
les courbes dans la figure 5.8, les erreurs moyennes des résultats obtenus avec Tikhonet sont
inférieures à celles obtenues avec SRA, excepté pour l’erreur moyenne de e1 pour la plus
faible magnitude où l’erreur de Tikhonet est plus élevée de l’erreur de 9%. À partir du tableau
5.1, les reconstructions obtenues avec Tikhonet ont des erreurs inférieures à celles obtenues
avec SRA avec des écarts de 23% ; 39% ; 3% et 13% pour l’EQM, le flux, e1 et e2, respecti-
vement. Ensuite, comparons l’ajout de la contrainte de forme à chacune des deux méthodes,
nous remarquons dans les deux cas que l’ajout de la contrainte réduit les erreurs que ce soit
pour toute magnitude confondue ou par niveau de magnitude, excepté pour l’EQM dans
le cas des faibles magnitudes, Tikhonet a la plus faible erreur parmi les quatre méthodes.
Il est possible que ce comportement provienne d’un biais de modélisation. Effectivement,
une faible valeur de magnitude correspond à un RSB élevé et c’est dans ce régime que le
biais de modélisation est le plus apparent, surtout dans le cas de l’apprentissage profond où
l’approche largement dépendante des données. Dans ce cas, l’ajout de la contrainte de forme
comme terme de régularisation pourrait induire le biais. À partir du tableau 5.1 encore une
fois, les reconstructions obtenues avec SCORE ont des erreurs inférieures à celles obtenues
avec SRA avec des écarts de 32% ; 13% ; 8% ; 6% pour l’EQM, le flux, e1 et e2, respective-
ment. De manière analogue, les écarts pour ShapeNet et Tikhonet valent 26% ; 48% ; 6%
et 5%. Avec ces expériences, j’ai pu montrer que l’ajout de la contrainte de forme permet
donc d’améliorer les performances des méthodes considérées vis-à-vis de tous les critères de
qualité étudiés, ce qui corrobore les résultats dans la partie 4.3.2. Notons au passage que
l’ajout de la contrainte de forme pour la méthode parcimonieuse permet de la rendre plus
compétitive avec la méthode d’apprentissage profond Tikhonet où l’erreur moyenne de la
première est plus faible pour l’EQM et la composante e1 avec des écarts de 12% et 5%,
respectivement.

En conclusion, dans le cas optique, les expériences menées sur le jeu de données
CFHT2HST montrent que l’ajout de la contrainte de forme et le passage des méthodes par-
cimonieuses à l’apprentissage profond permettent de réduire les erreurs de reconstruction.
Dans la suite, nous allons nous intéresser au cas radio avec le jeu de données MeeKAT3600.
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5.4.2 En radio

Pour les expériences radio, nous avons considéré le jeu de données MeerKAT3600
présenté dans la partie 1.2.4. Contrairement aux expériences en optique, les images vérités
terrain sont réalistes mais ne sont pas des images réelles. Pour ce cas, la déconvolution
effectué est totale. Effectivement, les vérités terrain sont des images simulées à l’aide du
catalogue T-RECS et leur résolution n’est pas limitée par la FEP d’un télescope. Par contre
les observations sont simulées pour qu’elles soient semblables à des celles du télescope
MeerKAT. Pour ce faire, nous avons développé un code de simulation de FEP réaliste. Le
niveau de bruit utilisé pour ces expériences est constant et est choisi de sorte à obtenir
une variété de niveaux de RSB afin d’avoir une évaluation étendue des différentes méthodes
étudiées. Pour quantifier la qualité du signal, nous utilisons un critère communément utilisé
en radio-interférométrie, le Peak Sginal to Noise Ratio (PSNR) qui se définit comme étant
le rapport entre le maximum du signal utile sur le l’écart-type du bruit. Nous avons considéré
4 classes de PSNR chacune ayant une moyenne de 4,38 ; 6,92 ; 9,99 et 16,74 et contenant
un nombre égal d’échantillons. Les méthodes comparées sont CLEAN, CLEAN isotrope,
SRA, SCORE, Tikhonet et ShapeNet. La méthode CLEAN isotrope est une amélioration
de CLEAN qui permet d’effectuer une comparaison plus équitable avec les autres méthodes.
En effet, par opposition à la méthode originale où la dernière étape dans la reconstruction
consiste à convoluer les composantes détectées par le CLEAN beam qui est une fonction
gaussienne elliptique ajustée sur la FEP, CLEAN isotrope utilise une FEP gaussienne isotrope
avec un écart-type σ valant 2 pixels et un flux normalisé par celui du CLEAN beam. Cette
convolution permet ainsi d’adoucir la carte des composantes CLEAN détectées, composée
exclusivement de diracs, et d’adapter leur représentation au fait que la galaxie de la vérité
terrain est étendue. L’isotropie réduit le biais induit sur la forme de la galaxie reconstruite,
idem pour la petite taille du noyau isotrope. Le jeu de données contient des observations avec
un PSNR très faible allant en-dessous de 3 qui correspond au seuil de détection de signal
utile pour les méthodes CLEAN et CLEAN isotrope. Alors dans le sous-ensemble choisi
pour faire les expériences numériques, 72 parmi 3072 galaxies ont été retirées parce que leur
PSNR est en-dessous du seuil. Nous avons au final 750 galaxies par classe de PSNR. Pour les
méthodes d’apprentissage, le U-net utilisé contient également 4 échelles et son entraînement
s’est déroulé sur 10 époques composées de 3125 pas chacune avec des batchs ayant une
taille de 32 chacun. Pour le choix de la pondération pour la contrainte de forme, à l’aide
de recherches linéaires, nous avons trouvé la valeur γ = 0, 5 pour ShapeNet et γ = 2 pour
SCORE. De plus, pour ces expériences, nous avons également modifié l’initialisation des
méthodes parcimonieuses, SRA et SCORE, en remplaçant l’image constante par un filtrage
de Tikhonov appliqué à l’observation. Dans les résultats qui sont montrés dans les courbes
5.10, les images 5.7 et le tableau 5.10, nous avons réduit le support des images reconstruites
en divisant la taille de chaque dimension par 2, de sorte que la galaxie demeure au centre.

Méthodes EQM flux e1 e2

CLEAN 7, 41.10−1 ± 2, 37.10−3 4, 53.10−1 ± 3, 62.10−3 2, 53.10−1 ± 2, 97.10−3 2, 63.10−1 ± 3, 31.10−3

CLEAN iso 3, 91.10−1 ± 3, 51.10−3 5, 02.10−1 ± 3, 47.10−3 1, 30.10−1 ± 1, 76.10−3 1, 27.10−1 ± 1, 70.10−3

SRA 2, 81.10−1 ± 1, 16.10−2 3, 31.10−1 ± 9, 30.10−3 1, 20.10−1 ± 1, 87.10−3 1, 26.10−1 ± 2, 07.10−3

SCORE 2, 69.10−1 ± 1, 08.10−2 2, 39.10−1 ± 7, 15.10−3 1, 14.10−1 ± 1, 78.10−3 1, 21.10−1 ± 2, 01.10−3

Tikhonet 5, 21.10−2 ± 1, 47.10−3 1, 58.10−1 ± 2, 14.10−3 7, 44.10−2 ± 1, 44.10−3 7, 88.10−2 ± 1, 53.10−3

ShapeNet 4, 33.10−2 ± 1, 17.10−3 1, 47.10−1 ± 2, 48.10−3 7, 34.10−2 ± 1, 41.10−3 7, 70.10−2 ± 1, 48.10−3

Table 5.2 – Résultats du jeu de données MeerKAT3600. Les valeurs indiquent
l’erreur moyenne de chaque grandeur et l’incertitude correspond à l’erreur type

de la valeur donnée.
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Dans la figure 5.9b, nous donnons des exemples de galaxies où le PSNR est inférieur
à 3, nous notons que dans certains cas comme dans les deux premières colonnes, les mé-
thodes parcimonieuses, CLEAN et CLEAN isotrope ne détectent pas la galaxie dans leur
reconstruction tandis que les méthodes d’apprentissage profond détectent la galaxie mais
sans parvenir à reconstruire correctement la forme de la galaxie, qui semble isotrope sur la
reconstruction. Dans la figure 5.9a, par opposition dans la figure précédente, nous pouvons
mieux distinguer les galaxies du bruit dans les observations. Qualitativement, notons que
la méthode CLEAN isotrope offre une meilleure reconstruction de la forme de la galaxie,
de son orientation et de sa taille en comparaison avec CLEAN. Dans la première colonne
à droite, le PSNR est faible et vaut 2,35, effectivement nous pouvons voir que l’intensité
des pixels de la galaxie au centre de l’image avoisine celle du bruit en bas à gauche et en
haut à droite. Dans ce cas, nous observons de fausses détections là où l’intensité du bruit
est élevée pour les reconstructions obtenues avec CLEAN, CLEAN isotrope et les méthodes
parcimonieuses. Dans le cas des méthodes parcimonieuses et de CLEAN, nous remarquons
que les reconstructions sont plus lisses que les vérités terrain et que l’orientation des galaxies
est fortement biaisée par celle de la FEP. Concernant les méthodes d’apprentissage profond,
les reconstructions ont un niveau de détail comparable à celui des vérités terrain tel que la
forme, la taille, et l’orientation semblent mieux conservées comparées aux autres méthodes.
Concernant la contrainte de forme, il ne semble pas exister de différence notable visuellement
que ce soit entre SRA et SCORE ou Tikhonet et ShapeNet. Quantitativement, considérons
tout d’abord les méthodes sans contraintes de formes, nous remarquons que pour tous les
critères de qualité, CLEAN et CLEAN isotrope ont une erreur supérieure à celle de SRA qui
a une erreur supérieure à celle de Tikhonet. Plus en détail, à partir du tableau 5.2, nous
mesurons une réduction de 28% de l’EQM en passant de CLEAN isotrope à SRA et de 81%
en passant de SRA à Tikhonet. De même, nous mesurons des réductions de l’erreur du flux
de 34% et 52%, de l’erreur de e1 de 8% et 38% et de l’erreur de e2 de 1% et 37%. Notons
que pour les faibles niveaux de PSNR, les performances de CLEAN isotrope et SRA sont
semblables à l’exception du flux où l’erreur dans le SRA est de 35% plus faible que celle
de CLEAN isotrope. Nous remarquons également que le flux des galaxies est mieux estimé
par CLEAN par rapport à CLEAN isotrope avec une erreur de 10% de moins. Concernant
la contrainte de forme, son ajout aux méthodes parcimonieuses et d’apprentissage profond
améliore les performances dans les deux cas. Ainsi pour l’EQM, nous avons une réduction
de 4% en passant de SRA à SCORE et 17% de Tikhonet à ShapeNet. De même, pour
l’erreur du flux nous avons 28% et 7%, l’erreur de e1 5% et 1% et l’erreur de e2 4% et
2%. Finalement, nous concluons que les méthodes parcimonieuses et d’apprentissage pro-
fond ont de meilleures performances que les méthodes CLEAN et CLEAN isotrope, l’ajout
de la contrainte de forme apporte un gain dans tous les critères de qualités considérés et
l’apprentissage profond offre de meilleures performances que la parcimonie. Il semble donc
que la meilleure méthode présentée dans ces expériences soit la méthode ShapeNet que nous
avons développée.

5.5 Conclusion

Dans cette partie, nous avons donné les bases de l’apprentissage machine en se focali-
sant sur l’apprentissage profond et les réseaux de neurones convolutifs, en particulier. Nous
avons également introduit deux méthodes qui ont été développées dans [Sureau, Lechat et
Starck 2020] : le Tikhonet qui est non-itérative et l’ADMMnet qui est itérative. Nous avons
réimplémenté les deux méthodes, les tests que nous avons menés sur l’ADMMnet montrent
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que le procédé de reconstruction est instable. Pour pallier à problème, plusieurs pistes sont
envisageables, la première est de "déplier" l’algorithme itératif pour avoir un algorithme un-
rolled [Monga, Li et Eldar 2020]. Effectivement, l’algorithme unrolled possède un nombre
fixe d’itérations et les poids du réseau de neurones sont appris avec un apprentissage ef-
fectué en utilisant cet algorithme. La convergence de la méthode est alors mieux garantie.
Une autre solution est de contraindre le réseau de neurones utilisé dans l’algorithme à être
contractant et satisfaire des propriétés qui offrent des garanties de convergence et stabilité
[Ryu et al. 2019]. D’autre part, nous avons développé deux jeux de données, un optique et un
radio, pour comparer les performances de Tikhonet avec SRA et SCORE, essentiellement, et
étudier l’effet de l’ajout de la contrainte de forme. Dans le cas radio, nous avons également
réimplémenté la méthode CLEAN avec une amélioration CLEAN isotrope qui permet d’avoir
une comparaison plus équitable avec les autres méthodes. Dans les deux cas, optique et
radio, nous avons obtenu un gain en performance en passant des méthodes parcimonieuses
aux méthodes d’apprentissage profond. Nous avons également observé un gain en ajoutant
la contrainte de forme dans ces méthodes. Dans le cas optique, le gain obtenu par le passage
des méthodes parcimonieuses à l’apprentissage profond est comparable à celui obtenu avec
l’ajout de la contrainte de forme dans le cas de la méthode ShapeNet. Tandis que dans le cas
radio, le gain obtenu en passant à l’apprentissage profond est plus important. Finalement,
il est possible d’améliorer la méthode ShapeNet en remplaçant le U-net par un autre réseau
de neurones tel que Deep Iterative Down-Up CNN for Image Denoising (DIDN) [Yu, Park
et Jeong 2019].
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Figure 5.7 – Exemples de galaxies reconstruites avec le jeu de données
CFHT2HST.
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Figure 5.8 – Erreurs moyennes de reconstruction en fonction de la magnitude
pour le jeu de données CFHT2HST.
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(b) Galaxies radio avec PSNR inférieur à 3.

Figure 5.9 – Exemples de galaxies reconstruites avec le jeu de données
MeerKAT3600.
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Figure 5.10 – Erreurs moyennes de reconstruction en fonction de la magnitude
pour le jeu de données MeerKAT3600.
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Conclusion

Dans ce manuscrit, j’ai commencé par introduire l’imagerie optique et l’imagerie radio-
interférométrique en montrant leur intérêt en astrophysique et en soulignant le problème
inverse de déconvolution commun aux deux. Ensuite, j’ai présenté de nouvelles méthodes
de reconstruction d’images permettant une meilleure préservation de l’information physique
contenue dans ces images, en comparaison avec les méthodes standards. J’ai développé une
contrainte de forme spécifique à notre problème de déconvolution, je l’ai implémentée dans
un cadre parcimonieux et un cadre d’apprentissage profond et j’ai comparé les méthodes
obtenues sur des jeux de données optiques et radio-interférométriques que j’ai créées pour
les besoins de l’étude.

Premièrement, j’ai commencé par préciser le cadre de mon étude qui se limite à l’esti-
mation des propriétés physiques des galaxies à partir des données collectées par les télescopes
optiques et radio. Ces estimations sont essentielles pour certains domaines en astrophysique
tels que l’évolution des galaxies et la cosmologie, et requièrent une haute précision. La pré-
sence de déformations (induites par la forme de la FEP) et de bruit dans les données nous
mène à étudier un problème inverse de déconvolution commun aux cas optique et radio. À
cette fin, j’ai abordé les éléments de base des problèmes inverses et de leur régularisation en
me focalisant sur le cas de la déconvolution. Ce dernier est mal conditionné et possède un
vaste espace de solutions.

Deuxièmement, j’ai développé la contrainte de forme qui est une régularisation spé-
cifique à notre problème d’intérêt permettant de restreindre l’espace des solutions. J’ai
commencé par formuler la contrainte et la réécrire afin d’obtenir une interprétation physique
de celle-ci qui correspond à une repondération du terme d’attache aux données. La réécriture
du problème m’a également permis d’extraire des propriétés intéressantes telles que celles
portant sur le gradient de la contrainte et la constante de Lipschitz de celui-ci. Tous les
paramètres utilisés dans la contrainte de forme ont été déterminés avec des considérations
liées au problème à l’exception du paramètre de compromis, γ. Il est envisageable d’effectuer
une étude dans le but de développer une méthode qui permet de déterminer automatique-
ment la valeur optimale de γ suivant les cas, en commençant par étudier quantitativement
le niveau de bruit dans les images observées et l’amplitude des pixels puis en associant les
contraintes supplémentaires induites par la FEP.

Troisièmement, j’ai évalué la contrainte de forme dans un cadre contrôlé pour établir
une preuve de concept. En effet, j’ai détaillé la notion de parcimonie pour ensuite introduire
l’algorithme de déconvolution parcimonieuse SRA. Puis j’ai développé l’algorithme SCORE
en ajoutant la contrainte de forme à SRA. Enfin, j’ai évalué l’effet de l’ajout de la contrainte
de forme en considérant le jeu de données paramétrique COSMOS que j’ai généré de sorte
que les propriétés des images le composant soient contrôlées. Les expériences numériques
ont été séparées en deux, débruitage d’une part et déconvolution d’autre part, pour mieux
cerner l’effet de la contrainte dans une approche systématique. Dans les deux expériences,
l’ajout de la contrainte de forme réduit l’erreur de la mesure de forme d’au moins 44%. Par
contre, l’erreur pixellique augmente de 28,5% dans le cas du débruitage et diminue de 16,9%
dans le cas de la déconvolution. Ces résultats sont détaillés dans [Nammour et al. 2021].
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Quatrièmement, je me suis penché sur l’apprentissage machine en commençant par
donner un aperçu sur ce domaine et en mettant en exergue l’apprentissage profond et les
CNN. Ensuite, j’ai réimplémenté les méthodes Tikhonet et ADMMnet, auxquelles j’ai ajouté
la contrainte de forme. Comme l’implémentation de la méthode ADMMnet présente des
instabilités, j’ai uniquement évalué le Tikhonet dans la suite de mon étude. Pour ce faire, j’ai
développé deux jeux de données réalistes, CFHT2HST, pour l’optique, et MeerKAT3600,
pour la radio-interférométrie, qui sont adaptés aux besoins de l’apprentissage profond vu leur
taille et leur implémentation. Il est possible d’enrichir ces jeux de données en y effectuant
une augmentation de données pour améliorer la qualité de l’apprentissage en évitant le sur-
entraînement et favorisant l’apprentissage d’invariances par rapport à la translation et la
rotation par exemple. Les expériences numériques ont appuyé les résultats énoncés dans
le papier original du Tikhonet en montrant que l’approche parcimonieuse est dépassée par
l’apprentissage profond. Les expériences étendent également l’étude de la contrainte de
forme et du Tikhonet pour la première fois sur le domaine radio. Les résultats montrent que
dans les domaines optique et radio, le passage des méthodes de reconstruction parcimonieuse
à l’apprentissage profond améliore la qualité de la reconstruction en considérant l’erreur
pixellique, l’erreur de forme et l’erreur du flux. De même l’ajout de la contrainte de forme en
déconvolution améliore également la qualité de la reconstruction en considérant les mêmes
critères. Un papier est en cours de rédaction [Nammour et al., in prep.] pour rendre compte
de ces résultats.

Par ailleurs, durant ma thèse, j’ai eu l’occasion d’effectuer différentes activités scien-
tifiques liées à la communication et l’enseignement, celles-ci sont détaillées dans l’annexe
D.

Perspectives

Finalement, plusieurs pistes sont à explorer en perspectives. En apprentissage profond,
Il est possible d’étudier l’ajout de la contrainte de forme dans l’étape de déconvolution pour
améliorer la méthode ShapeNet. Il est également envisageable de remplacer l’architecture U-
net par une autre qui soit plus performante telle que DIDN afin d’optimiser l’étape de débrui-
tage. Une étude plus exploratoire consiste à stabiliser notre implémentation de l’ADMMnet
en investiguant la normalisation spectrale et l’utilisation des algorithmes unrolled.

D’ailleurs, en astrophysique, il est possible d’étendre le problème de déconvolution de
deux manières différentes. La première est de considérer le problème de déconvolution multi-
époques qui revient à reconstruire un objet à partir des observations de celui-ci prise à
différentes époques avec potentiellement des paramètres différents (télescope, temps de
pose, etc.). La deuxième manière est de considérer le problème de déconvolution multi-
fréquences. Ainsi, les données manipulées ne sont plus des images 2D mais seront sous la
forme de cubes de données où la troisième dimension est la fréquence (ou le temps), pour
plus de détails voir [Ammanouil et al. 2019]. Dans ce cas, il est intéressant de développer une
méthode qui permettrait d’utiliser explicitement l’information fréquentielle et le lien entre les
images d’une fréquence voisine l’une à l’autre. Une approche exploratoire est d’utiliser des
méthodes récurrentes comme les Réseaux de Neurones Récursifs (Recursive Neural Networks
(RNN), en anglais) ou des Transformers [Dosovitskiy et al. 2021 ; Vaswani et al. 2017].
Effectivement, dans le cas des Transformers, le mécanisme d’attention pourrait permettre
d’apprendre la dépendance fréquentielle entre les différentes images d’un cube, en apprenant
les zones d’intérêt dans les images.
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Dernièrement, en cosmologie, la méthode de référence actuellement utilisée en esti-
mation du signal de lentillage gravitationnel faible, Metacalibration [Sheldon et Huff 2017]
effectue une étape de déconvolution à l’aide d’une simple division dans l’espace de Fourier de
la transformée de l’image observée par celle de la FEP. Il serait intéressant d’étudier l’effet
de l’utilisation du ShapeNet comme méthode de déconvolution dans le schéma numérique
de la Metacalibration.
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Annexe A

Expression de l’ellipticité des galaxies
avec des produits scalaires

Dans cet appendice, nous allons montrer comment nous pouvons réexprimer l’ellipticité
d’une galaxie à l’aide de produits scalaires. Pour cela, considérons l’image de galaxie x ∈ Rn×n
alors son ellipticité s’écrit :

e(x) =
µ2,0(x)− µ0,2(x) + 2iµ1,1

µ2,0(x) + µ0,2(x)
, (A.1)

avec µs,t le moment centré d’ordre (s + t), défini comme suit :

µs,t(x) =
n∑
i=1

n∑
j=1

x [(i − 1)n + j ] (i − ic)s(j − jc)t , (A.2)

et (ic , jc) les coordonnées du centroïde de l’image 2D codée par x :

ic =

∑n
i=1

∑n
j=1 i · x [(i − 1)n + j ]∑n

i=1

∑n
j=1 x [(i − 1)n + j ]

and jc =

∑n
i=1

∑n
j=1 j · x [(i − 1)n + j ]∑n

i=1

∑n
j=1 x [(i − 1)n + j ]

. (A.3)

Notre but est de montrer que :

e(x) =
〈x, u3〉 〈x, u5〉 − 〈x, u1〉2 + 〈x, u2〉2 + 2i (〈x, u3〉 〈x, u6〉 − 〈x, u1〉 〈x, u2〉)

〈x, u3〉 〈x, u4〉 − 〈x, u1〉2 − 〈x, u2〉2
, (A.4)

avec ∀i , j ∈ {1, . . . , n},

u1[(i − 1)n + j ] = (i), u2[(i − 1)n + j ] = (j),

u3[(i − 1)n + j ] = (1), u4[(i − 1)n + j ] = (i2 + j2),

u5[(i − 1)n + j ] = (i2 − j2), u6[(i − 1)n + j ] = (i j).

(A.5)

Pour ce faire, nous devenons exprimer seulement µ0,2(x) ; µ1,1(x) et µ2,0(x) en fonction
de (〈x, ui〉)1≤i≤6. Nous commençons par introduire ms,t(x), le moment non-centré d’ordre
(s + t),

ms,t =
n∑
i=1

n∑
j=1

x [(i − 1)n + j ] i s j t . (A.6)
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Nous exprimons ensuite µ0,2(x) ; µ1,1(x) et µ2,0(x) en fonction des moments non-centrés
(d’ordre inférieur ou égal à 2), comme :

µ0,2(x) = m0,2(x)−
m2

0,1(x)

m0,0(x)
,

µ1,1(x) = m1,1(x)−
m0,1(x) ·m1,0(x)

m0,0(x)
,

µ2,0(x) = m2,0(x)−
m2

1,0(x)

m0,0(x)
.

(A.7)

En écrivant ces moments non-centrés à l’aide des produits scalaires (〈x, ui〉)1≤i≤6, nous
obtenons :

m0,0(x) = 〈x, u3〉 , m1,0(x) = 〈x, u1〉 ,
m0,1(x) = 〈x, u2〉 , m1,1(x) = 〈x, u6〉 ,

m0,2(x) =
1

2
(〈x, u4〉 − 〈x, u5〉) , m2,0(x) =

1

2
(〈x, u4〉+ 〈x, u5〉) .

(A.8)

En utilisant les équations A.7 et A.8, nous pouvons exprimer µ0,2(x), µ1,1(x), et µ2,0(x)

en utilisant (〈x, ui〉)1≤i≤6 :

µ0,2(x) =
1

2
(〈x, u4〉 − 〈x, u5〉)−

〈x, u2〉2

〈x, u3〉
,

µ1,1(x) = 〈x, u6〉 −
〈x, u1〉 〈x, u2〉
〈x, u3〉

,

µ2,0(x) =
1

2
(〈x, u4〉+ 〈x, u5〉)−

〈x, u1〉2

〈x, u3〉
.

(A.9)

Nous terminons cette démonstration en injectant l’équation A.9 dans l’équation A.1 pour
obtenir l’équation A.4.
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Annexe B

Jeu de données COSMOS
paramétrique

Pour générer les images de galaxie et de FEP, nous choisissons des profiles simples et
communément utilisés en astrophysique qui sont respectivement les profils de Sersic [Sérsic
1963] et de Moffat [Moffat 1969]. Premièrement, la luminosité de la galaxie, IG est modélisée
par une Sersic en utilisant la formule suivante :

IG(R) = Ie · exp

(
bn

[(
R

Re

) 1
n

− 1

])
, (B.1)

avec n ∈ R+ l’indice de Sersic, Re le rayon effectif, Ie la luminosité à la valeur Re et bn tel
que γ(2n; bn) = 1

2 Γ(2n) avec Γ et γ respectivement la fonction gamma et la fonction gamma
incomplète. Nous tirons les valeurs des paramètres n, Ie et Re du catalogue COSMOS [Man-
delbaum et al. 2011] pour générer des images de galaxies isotropes auxquelles nous donnons
par la suite une ellipticité non nulle.

Deuxièmement, la luminosité de la FEP, IP , est modélisée par un profil Moffat en
utilisant la formule suivante :

IP (R) = 2
β − 1

σ2

(
1 +

[
R

σ

]2
)−β

, (B.2)

où β est réglé à 4,765 (cf. [Trujillo et al. 2001]) et σ est calculé en utilisant la relation
suivante :

F = 2σ

√
2

1
β − 1 , (B.3)

où F est la FWHM du profil Moffat. Sa valeur est tirée aléatoirement d’une distribution uni-
forme entre 0, 1′ et 0, 2′, ce qui correspond respectivement à des observations des télescopes
HST 1 et Euclid 2. Cela nous donne des images de FEP préliminaires.

Finalement, nous donnons une ellipticité à chacune des images de galaxie et de FEP.
Pour ce faire, nous tirons aléatoirement les valeurs des composantes de l’ellipticité à partir
d’une distribution normale centrée tronquée entre -1 et 1. L’écart-type est choisi pour être
égal à 0,3 pour les galaxies et 0,03 pour les FEP [Bernstein et Armstrong 2014b].

1. https://www.nasa.gov/mission_pages/hubble/main/index.html
2. https://www.euclid-ec.org

https://www.nasa.gov/mission_pages/hubble/main/index.html
https://www.euclid-ec.org




121

Annexe C

Implémentation de l’ADMMnet

Nous avons réimplémenté l’algorithme ADMMnet en commençant par utiliser les mêmes
paramètres indiqués dans le travail original [Sureau, Lechat et Starck 2020]. Notre implémen-
tation appliquée sur le jeu de données MeerKAT3600 donne des reconstructions instables.
Nous avons alors décidé d’étudier le problème en simplifiant la méthode. Pour ce faire,
nous avons remplacé l’algorithme ADMM par l’algorithme FBS (voir 2.1), réduisant ainsi
le nombre d’hyperparamètres à un. Pour satisfaire les conditions de convergence, cet hy-
perparamètre a été réglé à 2/ (α(1 + ε)) avec α la constante de Lipschitiz du gradient de
la partie différentiable de la fonction de coût et ε = 10−5. Nous avons utilisé l’algorithme
simplifié avec 500 itérations sur un seul exemple où l’observation, la FEP, la vérité terrain
et la reconstruction obtenue sont données dans les figures C.1a C.1e, C.1b et C.1c, res-
pectivement. Le terme d’attache aux données dans la fonction de coût est donné dans la
figure C.1f, nous remarquons que celui-ci diverge exponentiellement et atteint des valeurs
élevées de l’ordre de 1012. L’instabilité de la méthode est corroborée dans la reconstruction
où il y a notamment deux points à mettre en avant, le premier est l’amplitude des pixels
dans l’image reconstruite qui est à 4 ordres de grandeur au-dessus de celle de l’image vérité
terrain. Le deuxième est l’apparition d’artefact au milieu à gauche de l’image reconstruite
où nous voyons une autre galaxie apparaître. La piste la plus vraisemblable pour expliquer
la divergence de l’algorithme est l’utilisation du réseau de neurones en tant qu’opérateur
proximal. En effet, la convergence des algorithmes proximaux est garantie par le fait que les
opérateurs proximaux soient des applications non expansives. Cette propriété n’est plus as-
surée avec l’utilisation du réseau de neurones dans le cas de l’ADMMnet. À titre d’exemple,
nous avons considéré le Unet utilisé en tant qu’opérateur proximal dans l’ADMMnet et nous
l’avons appliqué sur l’image vérité terrain 5 fois, le résultat est donné dans la figure C.1d. Le
résultat est supposé être identique à la vérité terrain qui est supposée être un point fixe dans
ce cas mais nous remarquons que la forme et l’amplitude des deux images sont différentes.

Pour stabiliser notre implémentation nous proposons essentiellement deux pistes : La
première consiste à utiliser un réseau de neurones qui soit contractant comme expliqué
dans [Ryu et al. 2019]. Succinctement, l’idée se base sur la normalisation spectrale des
couches du réseau de neurones pour assurer la convergence de l’algorithme. La seconde
méthode consiste à utiliser une version unrolled (dépliée, en français) de l’algorithme comme
proposé dans [Monga, Li et Eldar 2020]. À cette fin, un nombre fixe d’itérations est choisi
et les itérations sont écrites l’une à la suite de l’autre, sans utiliser de boucle. Ainsi dans
chaque itération se trouve un réseau de neurones avec des poids qui lui sont propres. Au
passage, les auteurs du papier mettent en avant que les réseaux utilisés dans ce cas sont
plus interprétables. Concernant l’implémentation de ces pistes à partir du réseau de neurones
déjà codé, la deuxième piste semble être plus simple à mettre en œuvre mais plus gourmande
en ressources. Par contre, la première piste ne requiert pas de sources additionnelles mais
l’implémentation de la normalisation spectrale est coûteuse en termes de développement si
celle-ci n’est pas déjà présente dans les outils numériques de travail.
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Figure C.1 – Exemple de reconstruction d’une galaxie avec l’ADMMnet sim-
plifié en utilisant 500 itérations.
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Annexe D

Communication et activité
scientifiques

D.1 Publications

– Nammour, F., Akhaury, U., Lanusse, F., Girard, J. N., Sureau, F.,& Starck, J. L.
Shapenet : Shape Constraint for Galaxy Image Deconvolution. En préparation.

– Nammour, F., Schmitz, M. A., Mboula, F. M. N., Starck, J. L., & Girard, J. N.
(2021). Galaxy Image Restoration with Shape Constraint. arXiv preprint arXiv :2101.10021.
Accepté dans Journal of Fourier Analysis and Applications en janvier 2021.

D.2 Conférences

– CosmoStat Machine Learning Day, virtuelle, France, mars 2021 (présentation orale
invitée).

– SIAM Conference on Mathematics of Data Science, virtuelle, États-Unis, août 2020
(présentation orale invitée).

– SKA Cosmology SWG, Paris, France, janvier 2020 (présentation orale).
– SPIE Wavelets and Sparsity XVIII, San Diego, États-Unis, août 2019 (présentation
orale).
Nammour, F., Schmitz, M. A., Ngolè, F., Starck, J. L., & Girard, J. N.
(2019, September). Radio astronomical image restoration with shape
constraint. In Wavelets and Sparsity XVIII (Vol. 11138, p. 111380A).
International Society for Optics and Photonics. Publié.

– Séminaire sur la Reconstruction d’Images au Département de Mathématiques et
Statistiques à SDSU, San Diego, États-Unis, août 2019 (intervenant).

– Wavelets and Beyond, Orsay, France, June 2019.
– SKA General Science Meeting 2019, Cheshire, UK, April 2019 (poster).

D.3 Enseignements

– 2018-2020 : Vacataire, Signaux & Systems, Université de Paris (ex-Paris-Diderot),
Paris, France.

– Atelier Bash and Scripting Tutorial for Researchers, virtuel, juin 2020.
– 2019-2020 : Vacataire, Circuits & Architecture, Université de Paris (ex-Paris-Diderot),
Paris, France.
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D.4 Formations suivies

– Sparsity4PSL, Paris, France, juin 2019 (école d’été).
– Deep Learning in Practice, Gif-sur-Yvette, France, automne 2019 (cours du Master
MVA).

– Science Writing EDP Sciences, Gif-sur-Yvette, France, février 2019 (atelier).

D.5 Adaptation de l’enseignement au confinement

Au cours de l’une de mes vacations en 2020, en qualité de chargé de Travaux Pratiques
(TP) du cours Signaux & Systèmes, j’ai développé une solution d’apprentissage à distance
adaptée au contexte du premier confinement lors de la pandémie de COVID-19.

En effet, les séances de TP pour ce cours sont basées sur MATLAB qui est un logiciel
sous licence propriétaire et l’accès à ce logiciel dans le cadre de ce cours est uniquement
assuré à partir des salles informatiques au sein des bâtiments de l’université. Ainsi durant le
confinement, les étudiants ont dû installer l’environnement de travail par eux-mêmes et sur
leur poste personnel. Deux problèmes majeurs se sont présentés, le premier était le fait qu’il
fallait que les étudiants paient la licence pour installer MATLAB 1 ou installent un clone du
logiciel comme Octave 2. Le deuxième problème était le fait que l’environnement de travail
variait considérablement d’un étudiant à autre, ce qui rendait la tâche d’encadrement plus
coûteuse en temps. De ce fait, en comparaison avec les séances en présentiel, les étudiants
n’arrivaient pas à avancer dans les exercices qui leurs étaient donnés autant qu’attendu et
se retrouvaient souvent bloqués sur des problèmes techniques qui ne sont pas liés aux acquis
visés par le cours.

J’ai développé une solution permettant de créer un environnement de travail hébergé
sur un serveur distant et qui contient les sujets des TP sous forme de Jupyter Notebooks
avec un noyau Octave hébergé par MyBinder [Jupyter et al. 2018]. Cette solution a eu les
avantages suivants :

– open source permettant une redistribution, modification et accès libres au code,
– portabilité, l’environnement de travail peut être lancé sur les postes personnels et il
n’est plus nécessaire d’avoir recourt aux postes de l’université,

– multiplateforme, la solution fonctionne sur tous les systèmes d’exploitations (Linux,
Mac, Windows) y compris les téléphones portables,

– simplicité, il n’y a pas besoin d’installer les bibliothèques ni de télécharger les res-
sources requises pour les TP.

Cette solution a permis aux étudiants de directement commencer à travailler les exer-
cices du TP sans avoir à préparer l’environnement de travail. De plus, avec un environnement
contrôlé et identique à tous les étudiants, l’encadrement est devenu plus limpide. Ainsi avec
également d’autres approches utilisées pour l’enseignement à distance, la solution a contribué
à rendre les conditions de travail à distance plus optimales.

Cette solution a d’ailleurs été transmise à d’autres enseignants pour les aider également
dans leurs TP nécessitant Matlab. Cette méthode a également circulé en interne à l’UFR
de physique parmi les possibilités de solutions numériques flexibles pendant le confinement.

1. lien vers la page web officielle MATLAB : https://fr.mathworks.com
2. lien vers la page web officielle Octave : https://www.gnu.org/software/octave/

https://fr.mathworks.com
https://www.gnu.org/software/octave/
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Nous donnons un exemple de TP sur le lien suivant : https://mybinder.org/v2/gh/
CosmoStat/octave_image_processing_example/master. Il faut attendre quelques mi-
nutes pour que l’environnement de travail soit chargé et ensuite ouvrir le fichier example.ipynb.

https://mybinder.org/v2/gh/CosmoStat/octave_image_processing_example/master
https://mybinder.org/v2/gh/CosmoStat/octave_image_processing_example/master
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